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Kapitel 1

Einleitung und Motivation

1.1 Einleitung

Die Speicherung von Multimediadaten wird in der heutigen Zeit immer wichti-
ger. Daher werden Multimediadatenbanken benétigt, die die Speicherung von
Datenpunkten mit vielen Attributen gewéhrleisten miissen. Dabei soll eine
schnelle Verfiigbarkeit der Daten erreicht werden.

Hochdimensionale Indexstrukturen sind daher wichtig fiir die Speicherung von
Multimediadaten und werden bendétigt, um Multimediadaten gut verwalten zu
konnen. Dabei wird der Raum in mehrere kleinere Bereiche, im Weiteren auch
Buckets genannt, aufgeteilt, damit Datenpunkte schneller gefunden werden
kénnen [WSB98|. Es gibt verschiedene Indexstrukturen um hochdimensionale
Daten gut verwalten zu konnen. Dabei wird zwischen exakten und approxima-
tiven Indexverfahren unterschieden [AI0S].

Exakte Verfahren geben bei Nachbarschaftsanfragen genau die £ néchsten
Nachbarn eines Datenpunktes aus, wihrend die approximativen Verfahren zu
einem Datenpunkt k£ dhnliche Elemente ausgeben. Im Folgenden wird die Su-
che nach den k néchsten Nachbarn mit KNN-Suche abgekiirzt. Zu den exakten
Verfahren gehoren zum Beispiel verschiedene Baumverfahren, wie der R-Baum
und X-Baum [GG97]. Die Klasse der Lokal Sensitiven Hashverfahren gehort
zu den approximierenden Verfahren [GG97]. Ein weiteres Hashverfahren ist
das mehrdimensionale Hashen, welches auf dynamischen Hashverfahren, wie
zum Beispiel dem linearen Hashen, dem Spiralhashen oder dem Erweiterbaren
Hashen basiert [SSH11].

Das Lokal Sensitive Hashen ist ein hochdimensionales Hashverfahren, welches
vorgestellt wurde, um die kNN-Suche, gegeniiber anderen Hashverfahren, zu
verbessern [IM98]. Im Gegensatz zu letzteren, werden dhnliche Datenpunk-
te auf dasselbe Bucket abgebildet, statt sie iiber die Buckets zu streuen. Es
miissen so nicht mehr alle Buckets durchsucht werden, um die k£ néchsten
Nachbarn eines Datenpunktes zu finden, sondern nur noch die an das Bucket
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des Datenpunktes grenzenden Buckets. Ein erster Schritt fiir eine Verbesse-
rung dieses Verfahrens stellt die Optimierung der Exact-Match-Anfrage dar.
Die Erkenntnisse, die sich daraus gewinnen lassen, kénnen spéter fiir die An-
frage der k néchsten Nachbarn genutzt werden.

In dieser Arbeit geht es in erster Linie um die permutationsbasierten Varian-
te des Lokal Sensitiven Hashens [CFNO0S|. Diese teilt den Raum anhand von
Punkten, den sogenannten Prototypen, in verschiedene Bereiche ein. Wird die
dadurch entstehende Raumaufteilung untersucht, ist festzustellen, dass sehr
ungleichméflige Aufteilungen entstehen konnen.

1.2 Motivation

Bei der Untersuchung der Raumaufteilung durch den Permutationsansatz des
Lokal Sensitiven Hashens ist festzustellen, dass sehr unterschiedlich ausgelaste-
te Buckets entstehen konnen. Weiterhin kénnen bei fest gewédhlter Anzahl der
Prototypen unterschiedlich viele Buckets entstehen [B12]. Daher ist die Wahl
der Prototypen von grofler Bedeutung fiir die entstehende Raumaufteilung.
Ziel dieser Arbeit ist es die Anfragezeit durch die permutationsbasierte Vari-
ante des Lokal Sensitiven Hashens fiir die Exact-Match-Anfrage zu verbessern.
Um die Exact-Match-Anfrage beim Permutationsansatz effizient bearbeiten
zu konnen, ist eine gleichméfige Raumaufteilung von Vorteil. Dazu ist die
Wahl der Protoypen von grofler Bedeutung. Es miissen folglich im Schnitt
gleich viele Elemente sequenziell durchsucht werden. Um eine gute Raumauf-
teilung zu erzielen, sollen Prototypen so gewéhlt werden, dass die Datenpunkte
moglichst gleichméBig auf die Buckets verteilt werden. Daher soll ein Optimie-
rungsproblem aufgestellt werden, welches die Wahl der Prototypen hinsichtlich
der Verteilung der Datenpunkte auf die Buckets erleichtern soll. In dieser Ar-
beit werden dabei uniform verteilte Daten angenommen. Die Idee dabei ist es,
die Prototypen aus der Datenmenge so zu wiahlen, sodass jeder andere Da-
tenpunkt in mindestens einer Kugel enthalten ist, wenn um die Prototypen
Kugeln mit minimalem gleichem Radius gelegt werden. Mit diesem Ansatz
kann gezeigt werden, dass die Verwendung von optimierten Prototypen fiir die
Raumaufteilung beziiglich einer Abweichung zum Optimum stabiler ist, als bei
Anwendung von zufillig gewéhlten Prototypen.

1.3 Gliederung der Arbeit

Diese Arbeit beginnt im Folgenden damit die benétigten Grundlagen vorzustel-
len. Die Grundlagen gliedern sich in zwei Kapitel. Kapitel 2 dient dazu einige
Indexstrukturen vorzustellen, um unterschiedliche Moglichkeiten zu prasen-
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tieren, mit denen effizient Anfragen bearbeitet werden konnen. In Kapitel 3
werden die Grundlagen der mathematischen (linearen) Optimierung gegeben.
Dazu wird erst erklart was ein Optimierungsproblem ist. Danach werden eini-
ge Losungsmethoden fiir Optimierungsprobleme vorgestellt. In Kapitel 4 wird
schliefllich ein Optimierungsproblem, welches die Exact-Match-Anfrage fiir das
Lokal Sensitive Hashen verbessern soll, aufgestellt. Es soll erreicht werden,
dass sich die Datenpunkte moglichst gleichméfig auf die Buckets verteilen.
Dazu werden verschiedene Ideen fiir Optimierungsprobleme présentiert. Ein
weiterer Abschnitt in diesem Kapitel ist die mathematische Beschreibung des
Optimierungsproblems, um welches es im weiteren Verlauf der Arbeit gehen
wird. Dieses Optimierungsproblem wird abschliefend in Kapitel 5 ausgewer-
tet. Hierzu wird eine reale Datenmenge betrachtet. Es wird die Verteilung der
Daten auf die durch das Lokal Sensitive Hashen entstehenden Bereiche mit
den verschiedenen Ansétzen verglichen.

Ein Ansatz ist es die Prototypen mithilfe des Optimierungsproblems zu be-
stimmen. Ein weiterer Ansatz ist die zuféllige Wahl der Prototypen. Als letz-
tes werden die Medoide des k-Medoidclustering als Prototypen verwendet und
mit beiden vorherigen Ansétzen verglichen. Abschlieend wird in Kapitel 6 ei-
ne Zusammenfassung der Arbeit und ein Ausblick iiber weitere Verbesserungen
gegeben.
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Kapitel 2

Indexieren hochdimensionaler
Daten

In diesem Kapitel werden die notwendigen Grundlagen fiir grole Datenmengen
gegeben, um die Notwendigkeit von Indexverfahren zur effizienten Verwaltung
der Datenpunkte in einer groflen Datenmenge zu verdeutlichen. Dabei werden
im ersten Teil Datensétze und deren Datenraum erldutert. AnschlieBend wird
auf vier wichtige Anfragetypen und einige Indexverfahren nédher eingegangen.
Abschlielend wird das Clustering fiir Datenmengen kurz erldutert.

2.1 Aufbau eines Datensatzes

Damit die Notwendigkeit von hochdimensionalen Indexstrukturen deutlich wird,
werden im Folgenden wichtige Begriffe erldutert.

Die Objekte, die in einer Datenbank gespeichert werden, werden Daten ge-
nannt. Ein Datenpunkt aus der Datenmenge besteht aus mehreren Attributen.
Jedes Attribut stellt eine Dimension des Datenraumes dar. Fin einfaches Bei-
spiel ist das Telefonbuch als Datenbank, in dem ein Datenpunkt beispielsweise
aus Name, Vorname, Telefonnummer und Wohnort besteht. Jedes Attribut
kann auf eine Zahl abgebildet werden. Beispielsweise wird jedem Namen eine
natiirliche Zahl zugeordnet. In Ubereinstimmung mit der Literatur, wie zum
Beispiel [GGI7], kann von nummerischen Werten fiir die Attribute ausgegan-
gen werden. Daher kann verallgemeinert gesagt werden, dass ein Datenpunkt
mit d Attributen ein d-dimensionaler Vektor aus dem R ist.

Als Datenraum sei der Raum, den die moglichen Attributwerte aufspannen,
bezeichnet. Es wird zwischen eindimensionalen, mehrdimensionalen und hoch-
dimensionalen Daten unterschieden. Dabei liegen eindimensionale Daten vor,
wenn ein Datenpunkt aus nur einem Attribut besteht. Besteht ein Datenpunkt
aus zwei bis 45 Attributen so liegen mehrdimensionale beziehungsweise multi-
dimensionale Daten vor. Die Anzahl der Attribute fiir hochdimensionale Daten
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ist in der Literatur nicht eindeutig geklart. So setzten Weber et al. die Anzahl
auf 45 und gréer [WSB98|. Erst ab einer Anzahl von mehr als 100 Attributen
liegen dagegen fiir Valle et al. hochdimensionale Daten vor [VCPF08].

Die Daten sollen in Datenbanken so gespeichert und effizient indexiert wer-
den, dass der Zugriff auf die Daten moglichst schnell verarbeitet werden kann.
Dabei wird zwischen verschiedenen Anfragetypen beim Suchen nach Daten
in einer Datenbank unterschieden, die unterschiedliche Eigenschaften haben.
Einige hiervon werden im folgenden Abschnitt ndher erldutert.

2.2 Anfragetypen

Exemplarisch werden hier vier relevante Anfragetypen fiir Datenbankmanage-
mentsysteme vorgestellt. Im eindimensionalen Raum, wenn die Daten aus nur
einem Attribut bestehen, sind die Fzact-Match-Anfrage und die Bereichsan-
frage relevant [SSH11|. Diese konnen auch auf den mehrdimensionalen Raum
iibertragen werden. Soll iiberpriift werden, ob ein Datenpunkt D bereits in
der Menge der Datenpunkte D vorhanden ist, so gibt eine positive Exact-
Match-Anfrage den Datenpunkt zuriick. Es wird folglich ein Datenpunkt in
der Datenbank gesucht, dessen Attributwerte alle mit denen von D {iiberein-
stimmen. Mit dieser Anfrage kann zum Beispiel das Einfiigen von Duplikaten
verhindert werden [SSH11].

Bei der Bereichsanfrage werden (verschiedene) Intervalle fiir die Attributwerte
angegeben. Alle Datenpunkte, dessen Attribute innerhalb der Intervalle liegen,
werden ausgegeben [SSH11].

Sowohl fiir den eindimensionalen, als auch fiir den mehrdimensionalen Raum
ist die Suche nach den k néchsten Nachbarn, kurz kKNN-Suche, interessant.
Bei der KNN-Suche werden die k£ néchsten Nachbarn zu einem Datenpunkt D
gesucht. Formal gilt fiir die Ergebnismenge £ [Nav02]:

1.ECD
2. €] = k
3.VX€EEYeED\E : |X-D|<|Y-D|.

Die Ergebnismenge soll genau k& Elemente enthalten, die aus der Datenmen-
ge stammen. Weiterhin soll es keinen Datenpunkt in D geben, der nicht in
der Ergebnismenge ist und dichter am Anfragepunkt D liegt. Dabei wird mit
| X — DJ| der Abstand vom Datenpunkt X zu D gemessen. Die kNN-Suche
kann abgeschwécht werden, indem zu einem Datenpunkt D &dhnliche Punkte
gesucht werden. Diese Anfrage wird fiir approximative Indexverfahren ange-
wandt.

Im mehrdimensionalen Raum kommt ein weiterer Anfragetyp hinzu, die Partial-
Match-Anfrage. Fiir die Partial-Match-Anfrage werden im Gegensatz zur Exact-
Match-Anfrage nur fiir einige Attribute Werte festgelegt [SSH11].
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2.3 Mehr- und Hochdimensionale Zugriffsstruk-
turen

Um einen schnellen Zugriff auf Multimediadaten einer Datenbank zu gewéhr-
leisten sind hochdimensionale Zugriffsstrukturen wichtig. Dabei soll verhin-
dert werden, dass beim Suchen nach einem Datenpunkt die ganze Datenbank
durchsucht werden muss. Dazu wird der Datenraum in kleinere Bereiche, die
sogenannten Buckets aufgeteilt, damit beim Suchen eines Datenpunktes nur
wenige Buckets durchsucht werden miissen. Bei hochdimensionalen Zugriffs-
strukturen wird zwischen raumpartitionierenden und datenpartitionierenden
Verfahren unterschieden [SWSGJ00, BBK01, WSBO9S|.

Dabei teilen raumpartitionierenden Verfahren den gesamten Datenraum an-
hand von vordefinierten Grenzen in kleiner Teilbereiche ein. So kénnen unter-
schiedlich stark besetzte Regionen entstehen.

Datenpartitionierende Verfahren dagegen nutzen die Verteilungen der Daten
im gesamten Raum und teilen den Raum anhand dieser auf. Der Vorteil ge-
geniiber raumpartionierenden Verfahren liegt darin, dass leere Regionen nicht
indexiert werden.

Weiterhin wird zwischen exakten und approximativen Zugriffsstrukturen un-
terschieden. Exakte Verfahren geben bei der Suche nach den kNN immer die k
néchsten Punkte zu einem Punkt aus, wiahrend bei approximativen Verfahren
k dem Anfrageobjekt sehr dhnliche Punkte ausgegeben werden.

Es gibt verschiedene Klassen von Zugriffsstrukturen. So wird zwischen Baum-
verfahren, der optimierten sequenziellen Suche, Space-Filling-Curves und Hash-
verfahren unterschieden [GG97].

2.3.1 Baumverfahren

Zu den Baumverfahren gehéren zum Beispiel der kd-Baum [BE79], der R-Baum
[Gut84], der X-Baum [BKK96|, der SS-Baum (similarity search tree) [WJ96]
und der SR-Baum [KS97]. Diese Baumverfahren bauen aufeinander auf. Im
Gegensatz zum kd-Baum erméglicht der R-Baum eine Speicherung von Objek-
ten mit Ausdehnung im Raum [Gut84]. Der X-Baum ist eine Erweiterung des
R-Baum [SSH11]. Mit dem SR-Baum wurde der SS-Baum verbessert [KKS97].
Dabei funktioniert der SS-Baum dhnlich wie der R-Baum. Der SS-Baum teilt
den Raum anhand von Kugeln, statt wie der R-Baum mit Rechtecken, auf.
Exemplarisch werden hier der kd-Baum und der R-Baum vorgestellt.

Der kd-Baum

Der kd-Baum gehort zu den raumpartitionierenden Verfahren. Dabei wird der
Datenraum mittels der Attributwerte der Daten aufgeteilt. Dazu werden die
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zu teilenden Dimensionen meist zyklisch gewechselt. Es handelt sich beim kd-
Baum um einen bindren Baum, dessen Knoten aus Schnittelementen bestehen.
Diese enthalten ein Zugriffsattribut, anhand dessen der Raum geteilt wird,
und einen Zugriffsattributwert a. Im linken Unterbaum des Knotens sind die
Elemente enthalten, deren entsprechendes Zugriffsattribut kleiner gleich a sind.
Dagegen sind im rechten Unterbaum Elemente mit gréfferem Attributwert als
a enthalten. In Abbildung 2.1 ist ein Beispiel eines 2d-Baumes veranschaulicht.

<
R4l R3
o
R7 R8 3
(o]
R1 | R2 1,5 3
~| RS R6 _

T S T ed be b

Abbildung 2.1: Beispiel eines 2d-Baumes. In Anlehnung an [SSH11].

Der R-Baum

Der R-Baum dient dazu Objekte mit Ausdehnungen im Raum zu indexie-
ren [Gut84]. Die Raumaufteilung erfolgt hier mit minimal umschlieBenden
Rechtecken. Die Indexknoten enthalten diese Rechtecke, die alle im Baum un-
terhalb des Knotens liegenden Datenregionen umfassen. Fiir die Speicherung
der Rechtecke werden jeweils nur zwei im Rechteck gegeniiberliegende Punkte
benotigt. Diese Punkte werden anhand ihrer Koordinaten im Konten gespei-
chert. In Abbildung 2.2 ist der R-Baum mittels eines Beispiels verdeutlicht.

R1| R2

! R6 i R3 | R4 | RS R6 | R7

Abbildung 2.2: Beispiel eines R-Baumes. In Anlehnung an [SSH11].
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2.3.2 Optimierte sequentielle Suche

Viele Baumverfahren leiden ab einer bestimmten Anzahl der Dimensionen am
Fluch der hohen Dimensionen [WSB98|, damit ist die sinkende Performanz von
Indexstrukturen bei hochdimensionalen Daten gemeint, und arten héufig zu
einer sequenziellen Suche aus [WSB9S8]. Daher gibt es Indexstrukturen, die die
Funktionsweise der sequenziellen Suche verbessern. Das Vector Approximation
File ist eine optimierte sequenzielle Suche [GG97], welches im Folgenden kurz
erlautert wird.

Das Vector Approximation File

Die Idee dabei besteht darin, einen Suchdurchlauf iiber komprimierte Appro-
ximationen der urspriinglichen Datenmenge durchzufiihren, statt alle Origi-
naldaten zu durchsuchen. Dabei wird fiir jede Dimension ¢ eine Skala von
Bindrwerten mit vorgegebener Bitanzahl b; festgelegt. Die Skalen sollten so
gewahlt werden, dass sich die Punkte gleichméfig auf die Intervalle verteilen.
Jedem Datenpunkt wird dann eindeutig ein Bereich, der durch k = Zle b;

Bits adressiert wird, im d-dimensionalen Raum zugeordnet.

A | 0010
11 B | 0110
° oD
0 ) X c | ooo1
A D | 1010
E | o101
01 > E

¢ . F | 1100

[ ]

00 F

00 01 10 11

Abbildung 2.3: Aufbau eines VA-Files. In Anlehnung an [SSH11].

2.3.3 Space-filling Curves

Die Space-filling Curves gehoren zu den raumpartitionierenden Zugriffsver-
fahren. Dabei wird der gesamte Datenraum mittels einer Funktion auf einen
eindimensionalen Raum abgebildet, um den Objekten innerhalb des Raumes
eine Ordnung zu geben. Die Idee dabei ist es, ein Gitter in den Raum zu le-
gen und jede Zelle des Raumes mit einer Kurve genau einmal zu durchlaufen.
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Die Kurve soll sich dabei nicht kreuzen. Die Zellen des Gitters werden in der
Reihenfolge, in der sie durchlaufen werden nummeriert. Beispiele hierfiir sind
die Z-Kurve [GGI7] und die Hilbert-Kurve [FR89].

Die Z-Kurve

Die Z-Kurve gehort zu den Verfahren, die einen Raum rekursiv in kleinere Be-
reiche zerlegt. In Abbildung 2.4 ist eine Raumaufteilung im zweidimensionalen
Raum durch eine Z-Kurve erster und zweiter Ordnung zu sehen. Die Ordnung
gibt dabei an, wie fein der Raum aufgeteilt wird.

— 7
£

Abbildung 2.4: Z-Kurve erster Ordnung (links) und Z-Kurve zweiter Ordnung
(rechts). In Anlehnung an [SSH11].

Die Hilbert-Kurve

Die Hilbert-Kurve ist aufwéndiger in der Konstruktion als die Z-Kurve. Fiir
hohere Ordnung der Hilbert-Kurve wird die Kurve rotiert und gespiegelt [FR89].
Sie verbessert allerdings, im Vergleich zur Z-Kurve, die Suche nach den k&
néchsten Nachbarn. In Abbildung 2.5 ist die Hilbert-Kurve erster und zweiter
Ordnung veranschaulicht.

Abbildung 2.5: Hilbert-Kurve erster Ordnung (links) und Hilbert-Kurve zwei-
ter Ordnung (rechts). In Anlehnung an [FR89].
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Ubersicht einiger Indexverfahren

In der folgenden Tabelle 2.1 ist eine zusammenfassende Ubersicht der oben
vorgestellten Verfahren mit ihren Vor- und Nachteilen zu sehen.

Verfahren

raum-
parti-
tionierend

daten-
parti-
tionierend

Vorteile () und Nachteile (©)

kd-Baum

v

D

Gute Performance bei Anfra-
gen auf mehrdimensionalen Da-
ten [B12]

Steigende Dimensionsanzahl
fiilhrt zum Fluch der hohen
Dimensionen  —  Anfragege-
schwindigkeit sinkt[B12]

R-Baum

Indexierung von Objekten mit

Ausdehnung [Gut84]
Bei

miissen

Baumes
[SSH11]

einigen  Punktanfragen
mehrere Pfade des
durchsucht  werden

VA-File

Geringer Speicherplatzbedarf
[SSH11]

Effiziente Exact-Match-Anfrage
[B12]

Bei ENN-Suche muss gesamtes
VA-File durchsucht werden [B12]

Z-Kurve

Leicht zu realisieren
Grofle  Spriinge der Kurve
konnen Nachbarschaftsbeziehun-
gen zerstoren [FR89]

Hilbert-
Kurve

D

S

Erhalt Nachbarschaftsbeziehun-
gen besser als Z-Kurve [FR89]

Aufwindige Realisierung

Tabelle 2.1: Vor- und Nachteile ausgewéhlter Indexverfahren.
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2.3.4 Hashverfahren

Zu den Hashverfahren gehoren sowohl eindimensionale Verfahren, wie das li-
neare Hashen oder das dynamisches Hashen [SKSO01], als auch mehrdimensio-
nale Verfahren [GG97, SSH11]. Dazu wird im Folgenden das Lokal Sensitive
Hashen als eine mehrdimensionale Variante néher erléutert.

Lokal Sensitives Hashen

Viele mehrdimensionale Hashverfahren sind nicht geeignet fiir die Suche nach
den néchsten Nachbarn, da die Nachbarschaftsbeziehungen der Daten, durch
das Streuen der Hashfunktionen auf verschiedene Bereiche, zerstort wird. Bei
der exakten Suche nach den k néchsten Nachbarn miissen alle Bereiche durch-
sucht werden. Das Lokal Sensitive Hashen hat dagegen den Vorteil, dass dhn-
liche Datenpunkte auf dieselben Bereiche abgebildet werden.

Urspriinglich wurde das Lokal Sensitive Hashen von Indyk und Motwani vorge-
stellt, um einen Hauptspeicheralgorithmus fiir die Suche nach dem e-néchsten
Nachbarn zu entwickeln [IM98]. Bei der Suche nach dem e-néichsten Nachbarn
zu einem Datenpunkt ¢ € D wird ein Datenpunkt p € D gesucht, der ein
e-néchster Nachbar von ¢ ist. Das heifit fiir alle p’ € D mit p’ # p und p’ # ¢
soll gelten:

d(q,p) < (L +€)d(p',q).

Die Idee bei dem Algorithmus ist es, dass es statt einer Hashfunktion mehrere
gibt, wobei fiir jede einzelne Hashfunktion die Wahrscheinlichkeit, dass dhn-
liche Punkte auf gleiche Bereiche abgebildet werden hoher ist, als fiir undhn-
liche Punkte [IM98]. Die Hashfunktionen kommen dabei aus einer Familie H
von Funktionen. Jede Funktion h aus # ist dabei (P1, P2, r, cr)-sensitiv [IM98],
das heifit fiir je zwei Datenpunkte p,q € D und P1 > P2 gilt:

1. wenn ||p —q ||< 7, dann Pr[h(p) = h(q)] > P1

2. wenn ||p—q ||> cr, dann Pr[h(p) = h(q)] < P2.

Ist der Abstand von p und ¢ also kleiner als r, so werden p und ¢ mit einer
Wahrscheinlichkeit gréfler als P1 in dasselbe Bucket abgebildet. Dagegen wer-
den p und ¢ mit einer Wahrscheinlichkeit kleiner als P2 in dasselbe Bucket
abgebildet, wenn ihr Abstand grofer als cr ist.

Indyk et al. und Gionis et al. haben in [IM98, GIM99] Lokal Sensitive
Hashfunktionen fiir Punkte aus dem Hamming-Raum ({0, 1}¢) vorgestellt. Es
ist moglich diese iiber Umwege auf den Euklidischen Raum zu iibertragen, was
allerdings nicht trivial ist. Daher haben Datar et al. Funktionenfamilien vor-
gestellt, die aus p-stabilen Verteilungen gewonnen werden kénnen [DITMO4].
Im Weiteren werden diese nédher beschrieben.
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Eine Verteilung V' heif3t p-stabil, wenn es ein p > 0 gibt, sodass fiir ein n € N
und v;...v, € R und X;...X,, unabhéngige identisch verteilte Zufallsvariablen
mit der Verteilung V die Zufallsvariable ). v, X; die gleiche Verteilung hat,
wie (3, [vi]P)/P X, wobei X eine Zufallsvariable mit Verteilung V ist.
Bekannte p-stabile Verteilungen sind die Cauchy- Verteilung (V¢) und die Gauss-
Verteilung Vg, die wie folgt charakterisiert sind:

1
e Ve mit der Dichtefunktion c(z) = m ist 1-stabil.
7r x

e Vg mit der Dichtefunktion g(z) = #e‘ﬁ/ 2 ist 2-stabil.

Hashfamilie basierend auf p-stabilen Verteilungen

Es sei < a,v > := ). a;v; das Standardskalarprodukt. Dabei ist v € R? ein
Punkt aus der Datenmenge D und a € R? ist ein zufillig generierter Vektor.
Jeder Eintrag in a wird von einer p-stabilen Verteilung bestimmt. Dabei wird
genutzt, dass die Zufallsvariable < a,v > die gleiche Verteilung hat wie ||v]]|,X
mit einer Zufallsvariable X, die eine p-stabilen Verteilung hat.

Zum Hashen wird das Skalarprodukt (< a,v >: R? x R? — R) eingesetzt,
welches jeden Vektor v in die reellen Zahlen abbildet. Die reellen Zahlen werden
in gleichbreite Intervalle mit Breite r zerlegt. Der Hashwert eines Vektors gibt
das zugehorige Intervall an, auf welches dieser projiziert wird.

Formal bildet die Hashfunktion h,(v) : R — N d-dimensionale Vektoren in
die natiirlichen Zahlen ab, die den Buckets der Raumaufteilung entsprechen.
Dabei ist a ein Vektor, wie oben beschrieben ist und b eine reelle Zahl aus dem
Intervall [0, r]. Seien nun a, b fest, dann gilt fiir die Hashfunktion:

I.

<a,v>+b
r

hap(v) = |

Permutationsansatz des Lokal Sensitiven Hahsens

Wie im vorherigen Abschnitt gut zu sehen ist, ist die Wahl geeigneter Hash-
familien fiir das Lokal Sensitive Hashen nicht einfach. Daher stellen Chavez et
al. in [CFNO8] den Permutationsansatz vor, der die Definition einer Funktio-
nenfamilie H umgeht. Dazu werden zuféllig [ sogenannte Prototypen, das sind
Datenpunkte anhand derer der Datenraum aufgeteilt wird, aus der vorhande-
nen Datenmenge D gewihlt und der Abstand von allen Datenpunkten D € D
zu jedem der [ Prototypen berechnet. Anhand dieser werden die Prototypen
aufsteigend sortiert. Die so entstehende Reihenfolge der Prototypen gibt den
Hashwert von D an. In Abbildung 2.6 ist links ein Beispiel zur Bestimmung
des Hashwertes eines Datenpunktes im zwei-dimensionalen Raum mit drei ge-
gebenen Prototypen P, P, und Pj3 zu sehen.
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Beispiel:

dim = 2, #Prototypen = 3
Prototypen : P1 = (1,2),
P2 = (20,200),

P3 = (150, 60)

gesuchter Datenpunkt :

D = (15, 30)
D — P12
1D — P2 |
1D — P32
=
Aufsteigend sortiert nach den
Abstdanden ergibt sich fir den
Hashwert von D : P1P3P2

P2P3P1

P3P2P1

31,3
170, 1
138,3

QN &

L J
P3

P3P1P2

Abbildung 2.6: links: Ein Beispiel fiir die Berechnung des Hashwertes eines
Datenpunktes mit drei Prototypen. rechts: Raumaufteilung mit dem Permu-
tationsansatz im zweidimensionalen Raum mit drei Prototypen.

Die Raumaufteilung entsteht dann dadurch, dass jeweils zwischen zwei Pro-
totypen eine imaginédre Strecke gelegt und orthogonal zu deren Mittelpunkt
eine Hyperebene gezogen wird. Dieses wird mit allen Paaren von Prototypen
wiederholt. Die Buckets werden dann mit den entsprechenden Permutationen
der Prototypen beschriftet. In Abbildung 2.6 ist rechts ein Beispiel fiir eine
Raumaufteilung im zweidimensionalen Raum mit drei Prototypen gegeben.
Um eine effiziente Raumaufteilung zu erhalten, ist die Wahl der Prototypen,
mit denen der Raum aufgeteilt wird, von grofler Bedeutung. Um Cluster in-
nerhalb der Datenmenge gut zu unterteilen hat Broneske in [B12] herausgear-
beitet, dass die Prototypen um das Cluster herum gelegt werden sollten.

2.4 Clustering

Das Clustering kann zum Finden geeigneter Prototypen in einer Datenmenge
fiir die Raumaufteilung der permutaionsbasierten Variante des Lokal Sensiti-
ven Hashens verwendet werden. Genaueres hierzu wird in Kapitel 5 erldutert.
Bei einer Clusteranalyse geht es darum, eine gegebene Datenmenge D mit n
Elementen in verschiedene Gruppen zu unterteilen. Diese Gruppen werden im
Weiteren Cluster genannt. Dabei sollen dhnliche Datenpunkte im selben Clu-
ster liegen. Eine Moglichkeit die Ahnlichkeit von Datenpunkten beschreiben
zu konnen ist geeignete Abstandsfunktionen zu benutzten, beispielsweise die
Euklidische Norm.

Es wird zwischen partitionierenden und hierarchischen Methoden des Cluste-
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rings unterschieden [KR90]. Dabei geht es bei den partitionierenden Verfahren
darum, die Datenmenge D in k Gruppen so zu zerlegen, dass

e jede Gruppe mindestens einen Datenpunkt enthélt

e und jeder Datenpunkt zu genau einer Gruppe gehort.

Aus diesen Eigenschaften ergibt sich, dass k < n gelten muss. Reprdisentanten
eines Clusters sind die Punkte, die ein Cluster identifizieren. Dabei miissen
diese Punkte nicht unbedingt aus der Datenmenge D sein.

Die hierarchischen Methoden sind dadurch charakterisiert, dass sie nicht eine
einzige Gruppierung mit k£ Clustern der Datenmenge ausgeben, sondern alle
Partitionen von k£ = 1 (die gesamte Datenmenge) bis k = n (jeder Datenpunkt
ist Repréisentant eines Clusters). Dabei gilt, um von r Cluster auf r 4+ 1 Cluster
zu kommen, wird eines der r Cluster in zwei aufgesplittet.

2.4.1 Der k-Meodid Algorithmus

Der k-Medoid Algorithmus gehort zu den partitionierenden Verfahren. Er wur-
de von Kaufman und Roussecuw in [KR90] unter dem Namen , Partitioning
Around Medoids“ (kurz: PAM) vorgestellt. Die Idee dabei ist es, k Datenpunk-
te (sogenannte Medoide) aus der Datenmenge D zu wihlen, sodass die Summe
der Abstédnde von den Medoiden der Cluster zu den zugehorigen Datenpunk-

ten der Cluster minimal ist.
Der k-Medoid Algorithmus ldsst sich in drei Schritte gliedern [BS13].

1. Initialisierung, bei der zufillig k£ Elemente m; mit i € {1,2, ..., k} aus der
Datenmenge gewéhlt werden.

2. Zuordnung, die die restlichen Elemente entsprechend der gewéahlten Me-
doiden den Clustern C; zuteilt.

3. Update-Schritt, bei dem {iiberpriift wird, ob es in jedem Cluster ein an-
deres Element o; gibt, welches dem Mittelpunkt dieser Menge néher ist.
Es wird also ein o; gesucht, fiir das gilt:

Z|c—01]<2]c—mi|.

ceC; ceC;

Wird mindestens fiir ein Cluster C; ein solches o; gefunden, so werden die
Datenpunkte den neuen Medoiden zugeordent. Die Cluster verschieben
sich somit.
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Dieses wird fortgefiihrt, bis fiir keinen Cluster mehr ein besserer Medoid ge-
funden wird. Mathematisch betrachtet soll also eine Menge M* = {my, ma, ..., my}
gefunden werden, sodass gilt:

M* = argmin Z min |d — my]|.

MCD:|M|=k = ™ieM

Mit dem k-Medoid Algorithmus ist nicht gewéhrleistet, dass das globale Mi-
nimum gefunden wird. Die Losung héangt stattdessen von den anfangs zufallig
gewidhlten Medoiden m; fir i € {1,2,...,k} ab.

Park und Jun haben in [PJ09] einen neuen k-Medoid Algorithmus vor-
gestellt, bei dem anfangs nicht k zuféllige Elemente aus der Datenmenge D
gewahlt, sondern die k£ mittleren Elemente der Datenmenge berechnet werden.
Denn der k-Medoid Algorithmus von Kaufman und Rousseeuw ist aufgrund
seiner Laufzeit fiir groBe Datenmenge langsam [HKTO01]. Bei dem verbessertem
Algorithmus werden die initialen Medoide wie folgt berechnet:

1. Berechne die Abstande zwischen allen Paaren der Elemente der Daten-
menge mittels gewéhlter Abstandsfunktion.

2. Berechne .
D sarn
i—1 i1 i
fir j = 1,...,n. Dabei bezeichnet d; ; den Abstand zwischen Objekt 7 und
7 aus der Datenmenge, welcher in 1. berechnet wurde.

Uj

3. Sortiere alle v; aufsteigend und wéhle die ersten £ als Initial-Medoide.

Die Berechnung der Cluster bleibt wie oben beschrieben ist.

2.5 Zusammenfassung

In diesem Kapitel ging es darum Indexstrukturen vorzustellen. Diese werden
bendtigt, um den Zugriff auf die Daten in einer Datenbank zu beschleuni-
gen. Dabei haben die verschiedenen Verfahren ihre Vor- und Nachteile. Als
letzte Indexstruktur wurde das Lokal Sensitive Hashen, eine Klasse der hoch-
dimensionalen Hashverfahren, vorgestellt. Damit die Schwierigkeit, geeignete
Hashfunktionen zu finden, umgangen werden kann, wurde die permutations-
basierte Variante des Lokal Sensitiven Hashens vorgestellt. Um diese soll es im
weiteren Verlauf der Arbeit gehen.

Im letzten Abschnitt 2.4 wurde das Clustering anhand des k-Medoid Algorith-
mus vorgestellt. Dieses dient dazu Ahnlichkeiten in einer Datenmenge festzu-
stellen und sie mithilfe dieser in verschiedene Cluster einzuteilen.
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Kapitel 3

Einfiihrung in die
Mathematische Optimierung

In diesem Kapitel werden lineare Optmierungsprobleme und einige Losungs-
methoden, insbesondere der Simplexalgorithmus, vorgestellt.

3.1 Lineare Optimierung

Ein lineares Optimierungsproblem oder auch Lineares Programm (LP) zeichnet
sich dadurch aus, dass sowohl die Zielfunktion, als auch alle Nebenbedingungen
linear sind [UD10]. Die Koeffizienten der Nebenbedingungen werden in einer
Matrix A gespeichert. Ein Optimierungsproblem ist dann allgemein von der
folgenden Form:

maxc'z
X

s.t.

>
szb

Dabei ist = (x4, 2, ..., x,)T der Entscheidungsvektor und ¢ = (¢, ¢a, ..., ¢,)7
der Koeffizientenvektor der Zielfunktion. Es ist auch moglich, die Zielfunktion
zu minimieren. Es gilt:

max c'x = min(—c)Tz.
x x

Im Folgenden wird ohne Beschrankung der Allgemeinheit ein Lineares Pro-
gramm der Form:
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max c'z (3.1)
T ost.

Az <b
z>0

betrachtet. Dann heiflt  zuldssig oder eine zuldssige Losung des Problems
(3.1), wenn & alle Nebenbedingen von (3.1) erfiillt. Das Problem (3.1) heifit
unzuldssig, falls es kein solches & gibt. Eine zuldssige Losung z* heifit opti-
mal, falls es keine zuléissige Losung y gibt, fiir die ¢’z* < ¢y gilt. Ein Op-
timierungsproblem heifit unbeschrdinkt, wenn es einen zuléssigen aber keinen
endlichen Optimalwert gibt.

Es sei bemerkt, dass lineare Programme unter allen Optimierungsproble-
men die einfachsten, sowohl hinsichtlich theoretischer Aussagen, als auch was
effektive Losungsmethoden betrifft, sind [UD10].

Um ein Optimierungsproblem aufzustellen, miissen folgende Fragen beantwor-
tet werden [UD10]:

e Welches Ziel soll verfolgt werden?
e Welches sind die Entscheidungsvariablen?
e Welche Nebenbedingungen sind zu beachten?

e Gibt es eine dquivalente einfachere Formulierung?

3.2 Normalform von linearen Optimierungs-
problemen

Ein lineares Optimierungsproblem liegt in Normalform vor, wenn es von fol-
gender Form ist:
minc'x (3.2)
A
Ax =b
x> 0.

Dabei ist b € R" ein Vektor mit nichtnegativen Eintragen. Die Matrix A €
R™*™ hat einen Rang von rang(A) = m [UD10]:

1. rang(A,b) > rang(A) = Pz : Az =1b
= Das Optimierungsproblem ist unzuléssig.
Der Rang einer Matrix gibt dabei die maximale Anzahl der linear un-
abhéngigen Zeilen der Matrix an.
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2. rang(A,b) = rang(A) <m
= Ax = benthilt Gleichungen, die aus anderen Gleichungen folgen und
somit weggelassen werden konnen.

Jedes lineare Optimierungsproblem kann in Normalform iiberfiihrt werden.
Handelt es sich im Originalproblem um ein Maximierungsproblem, so wird die-
ses, wie oben beschrieben durch min,(—c)”x ersetzt. Sind die Nebenbedingun-
gen Ungleichungen, so werden nichtnegative Schlupfvariablen z; hinzugefiigt,
um die Ungleichungen in Gleichungen zu iiberfithren [UD10]:

e Gilt fiir die Nebenbedingungen kleiner gleich, so wird eine nichtnegative
Schlupfvariable z; zu den entsprechenden Nebenbedingungen addiert:

e Gilt fiir die Nebenbedingungen griéfler gleich, so wird eine nichtnegative
Schlupfvariable 2; von den entsprechenden Nebenbedingungen subtra-
hiert:

Sind einige Komponenten von b negativ, so werden die entsprechenden Glei-
chungen b; mit minus eins multipliziert.
Es wird vorausgesetzt, dass der Vektor z nichtnegativ sei. Sind einige Kompo-
nenten von x durch Ungleichungen der Form z; > d oder x; < d beschrankt,
so konnen diese durch Substitution in die richtige Form gebracht werden:

e Gilt z; > d, so wird z; durch x] = x; — d substituiert.

e Gilt z; < d, so wird z; durch x] = d — z; substituiert.
Die Gleichungen werden anschlieBend nach z; umgeformt und in dem entspre-
chendem Optimierungsproblem ersetzt.
Fiir unbeschréankte Variablen x; ersetzte diese durch nichtnegative Variablen

z; und z; , wie folgt:

i

i Y

o I, ==x

Auch die unbeschrinkten Variablen z; werden im Optimierungsproblem er-
setzt.

Dazu wird im Folgenden ein Beispiel aus [UD10] betrachtet:
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Beispiel 3.1.
min 3z; 4+ dxy — x3
s.1.
T+ 2%2 — X3 = 0 (
2%1 + I3 2 4 (
i) < 0 (
(3.

1'3 -1

)
)
)

W w w w
o DU W

)

Es sei bemerkt, dass 3.3 schon die richtige Darstellung hat. In 3.4 muss eine
Schlupfvariable eingefiigt werden, um eine Gleichung zu erhalten. Abschliefiend
missen 3.5 und 3.6 noch so substituiert werden, dass alle Variablen grofier
gleich null sind. Zusdtzlich muss noch x1 substituiert werden:

e In 3.4 wird die Schlupfvariable a:ll subtrahiert, um Gleichheit zu erhalten:
211 + x5 — ) = 4.

Aus 3.5 folgt: x5 =0 — 19 & 19 = —25 .

Mit 3.6 ergibt sich: 3 = x5+ 1< 13 =x5 — 1.

. - - . . + —
Fiir z, ergibt sich: x1 = x{ — 27 .

Nun werden xq, xo und xs im urspringlichen Optimierungsproblem er-
setzt:

— Variablen in die Zielfunktion einsetzen:
3(af — 7)) +5(—x5) — (3 — 1) & 32 — 327 — by —ad + 1.

— Fiir 3.3 ergibt sich:
(a7 —27) +2(=27) — (25 —1) =0
Szl —r] —2r5 —xd =-1 | (—1).
& —of + a7 + 225 + 2 =1

— Fiir 3.4 ergibt sich:
2ot —o7) + (f —1) = o) =4
& 207 — 207 +af — 2 =5.
e Damit ergibt sich fiir das dquivalente Optémierungspmblem:
mln 3zi — 3zy —5.7:2 —z7 +1
a:l —|—x1 +2x2 —|—x3 =1

+ o= et
T ,Ty,Tq,Ty,23 > 0.
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3.3 Losungsmethoden fiir (ganzzahlige)
lineare Programme

3.3.1 Primale Simplexmethode

Das Simplexverfahren dient dazu, lineare Optimierungsprobleme zu 16sen. Liegt
ein mathematisches Optimierungsproblem der Form

min / max ¢’z
s.t.
>
Az = b
<

vor, so wird das entsprechende Problem in Normalform (siehe Abschnitt 3.2)
gebracht, um es mit der primalen Simplexmethode zu lésen. Die zuldssige
Menge eines linearen Optimierungsproblems beschreibt ein Polyeder der Form
{z : Az = b, x > 0}. Die Simplexmethode beruht auf dem folgendem Satz:

Satz 3.1. Die Losungen eines linearen Optimierungsproblems werden in den
Ecken des zuldssigen Bereiches (Polyeder) angenommen.

Ein ausfiihrlicher Beweis fiir diesen wichtigen Satz findet sich zum Beispiel
in [UD10].

Bei der Losung der Optimierungsaufgabe werden somit insbesondere die
Eckpunkte der zuléssigen Menge betrachtet. Dabei wird in einer Ecke gestar-
tet und entlang der Kanten des Polyeders von Ecke zu Ecke gegangen, bis die
optimale Ecke gefunden wurde. Der Simplexalgorithmus wird im Folgenden
anhand der Tableauform erlautert [UD10]:

Sei dazu A € R™" die Koeffizientenmatrix des Optimierungsproblems
in Normalform. Gesucht werden m linear unabhéngige Spalten von A. Die
m zugehorigen Variablen nennen sich Basisvariablen. Mit B sei die Menge
der zu den Basisvariablen gehorigen Indizes bezeichnet. Die iibrigen Variablen
werden auch Nichtbasisvariablen genannt. Die Menge ihrer Indizes sei mit N
bezeichnet. Es gilt: N = {1,2,...,n} \ B. Hiermit konnen die Daten fiir das
Optimierungsproblem aufgeteilt werden in

xr = ('TB?xN)T7 A = (ABuAN)u Cc= (CB,CN)T.

Die Werte der Basisvariablen lassen sich wie folgt berechnen: x5 = A5'b. Wei-
terhin wird der Vektor der reduzierten Kosten benétigt, um festzustellen, ob
der aktuelle Zielfunktionswert noch weiter verbessert werden kann. Er ldsst
sich berechnen durch: 2’ = ¢ — (A5'A)Tcp. Der Ausdruck A steht fiir die i-te
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Spalte von A. Mit z sei der Zielfunktionswert zu der im Tableau enthaltenden
Basis bezeichnet. Diese Werte werden in eine Tabelle der nachfolgenden Form
eingetragen:

]B ‘1'11’2 xn\xB \t ‘
i1 .
% A=AG'A AG'b FBW
c=c —cph(A5'A) —z

Tabelle 3.1: Simplextableau.

Der Wechsel von einer Ecke zu einer besseren Ecke wird auch als Basiswech-

sel bezeichnet. Fiir das Simplextableau funktioniert der Basiswechsel unter der
Annahme, dass eine zulissige Startecke bekannt ist, wie folgt:

1. Bestimmung einer Nichtbasisvariable, die den Zielfunktionswert durch

Hinzunahme in die Basis weiter verbessern kann:
Dazu wihle ein ¢; < 0 fiir ¢ = 1,...,n. Der Index i gibt an, dass x; als
néchstes in die Basis aufgenommen wird.

. Bestimmung der Basisvariable, die die Basis fiir x; verlasst:

TBy . . .. .
Berechne t;, = - fiir alle = 1,...,m mit @;; > 0. Das Minimum dieser

Werte min,, t;, = t;, gibt mit seinem Index die Variable an, die die Basis
fur x; verlasst.

. Basiselemente tauschen:

Mittels GauB-Algorithmus wird die zu x; gehorende Spalte zu einem
Einheitsvektor, deren Eintrdge an der Stelle 5 den Wert eins hat und
sonst nur Nullen, umgeformt.

Diese Schritte werden fortgefiihrt, bis alle Eintrdge ¢; von ¢ fiir ¢t = 1,...,n

nichtnegativ sind.

Im vorangegangenen Abschnitt wurde vorausgesetzt, dass eine Startbasis be-
kannt ist. Dies ist zum Beispiel der Fall, wenn der zulédssige Bereich durch ein
Ungleichungssystem gegeben ist. Dieser wird durch Addition von Schlupfva-
riablen in ein Gleichungssystem iiberfiihrt. Die dadurch angehéngte Einheits-
matrix, wird als Start-Basismatrix fiir den Simplex genommen.

Ist keine Startbasis bekannt, zum Beispiel wenn das Optimierungsproblem be-
reits in Normalform vorliegt, so kann diese durch Losen des folgenden Hilfs-
problems bestimmt werden [UD10]:
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min{eTw : Ar +w =b,x < 0,w > 0}.

Eine zuldssige Losung ist fiir das urspriingliche Problem ist gefunden, wenn w
den Wert null hat. Ansonsten ist das Problem unzuléssig.

3.3.2 Branch-and-Bound

Branch-and-Bound-Verfahren sind exakte Verfahren, die im Allgemeinen dazu
dienen ganzzahlige Optimierungsprobleme zu lésen. Das Branch-and-Bound-
Verfahren wurde 1960 von Land und Doig in [LD60] vorgestellt und wurde
im Laufe der Zeit weiterentwickelt. Ziel des Branch-and-Bound-Verfahren ist
es das Ausgangsproblem in immer kleinere Teilprobleme zu zerlegen. Durch
das Losen dieser Teilprobleme wird die Optimallosung des Ausgangsproblems
durch obere und untere Schranken immer weiter eingeschrankt, falls sie exi-
stiert. Dabei besteht ein Branch-and-Bound-Verfahren aus vier Teilen, der Re-
laxation, der Separation, der Schrankenberechnung und der Selektionsregel.
Mit der Relaxation soll aus dem schwer zu lésenden Problem ein leichteres
erstellt werden. Dieses kann durch Lockern oder Weglassen von Nebenbedin-
gungen oder durch den Verzicht der Ganzzahligkeit (LP-Relaxation) erreicht
werden [N10]. In Abbildung 3.1 ist die LP-Relaxierung anhand eines Beispiels
zu sehen. Die Punkte sind die zulédssigen ganzzahligen Punkte, die von dem
Polyeder eingeschlossen sind. Bei einer LP-Relaxierung wird das gesamte Po-
lyeder als zulédssige Menge betrachtet.

Abbildung 3.1: Beispiel fiir eine LP-Relaxierung.

Mit der Separation wird festgelegt, wie eine Menge in Teilmengen und in
wie viele Teilmengen diese zerlegt wird.
Bei der Schrankenberechnung werden je nach Problemart Schranken bestimmt.
So werden bei Maximierungsproblemen obere Schranken und bei Minimie-
rungsproblemen untere Schranken bestimmt. Diese werden aus den Zielfunk-
tionswerten der behandelten zulédssigen Teilmengen ermittelt.
Die Selektionsstrategie gibt die Reihenfolge an, in der die Teilprobleme ab-
gearbeitet werden. Es muss entschieden werden, wo verzweigt wird und ob
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Tiefensuche oder Breitensuche durchgefiihrt wird. Bekannte Selektionsstrate-
gien sind beispielsweise die LIFO-Regel (last in first out) oder die best-bound-
Regel. Dabei wird bei der LIFO-Regel eine Teilmenge solange betrachtet, bis
sie ausscheidet. Bei der zweiten Regel wird die Teilmenge gewihlt, die die be-
ste Schranke hat.

Im Folgenden wird das Branch-and-Bound-Verfahren am Beispiel von li-
nearen gemischt-ganzzahligen Optimierungsproblemen betrachtet. Betrachtet
wird ein Optimierungsproblem der Form

min c'z
s.t.

wobei j Werte aus einer Teilmenge der Indizes annimmt, fiir die Stellen von =z,
die ganzzahlig sein sollen. Dieses Problem wird mittels LP-Relaxierung gelost.
Nun wird eine Variable z7 ausgewihlt, fiir die zwar Ganzzahligkeit gelten soll,
aber noch nicht gilt. Mittels dieser Variable (auch Branchingvariable genannt)
wird das Problem F, in zwei Teilprobleme P; und P, aufgeteilt.

Abbildung 3.2: Branch-and-Bound Baum. In Anlehnung an [K12].

Zu dem Problem P, kommt die Ungleichung x; > [z7] + 1, wihrend das
Problem P, um die Ungleichung z; < |27] ergénzt wird [K12] (siehe Abbil-
dung 3.2). Die Optimallésung von P, muss sich, sofern sie existiert, in einer
dieser Teilprobleme befinden. Die Teilprobleme P; und P, werden nun auch
LP-relaxiert gelost und gegebenenfalls anhand einer Branchingvariable auf-
geteilt. Dadurch entsteht eine Baumstruktur mit Teilproblemen von F,. Die
zulédssigen Bereiche der Teilprobleme werden dabei immer kleiner. Durch die
Losungen der Teilprobleme ergeben sich immer wieder neue Schranken fiir die
Optimallosung des Ausgangsproblems Py, falls sie existiert. Der Baum wird an
bestimmten Knoten P, nicht weiter verzweigt [K12], wenn
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e [P, unzuléssig ist, das heifit die zuletzt hinzugefiigte Ungleichung erzeugt
ein unzuléssiges Teilproblem.

e P eine ganzzahlige Losung hat. Diese muss nicht die Optimallésung sein.
Sie wird mit der bis dahin besten Losung verglichen und gegebenenfalls
ausgetauscht. Dadurch entsteht gegebenenfalls eine neue Schranke fiir
die Optimallésung.

e Die Losung von P, iiberschreitet die bis dahin beste Losung.

Sind alle Knoten abgearbeitet, so wurde entweder die Optimallésung gefun-
den oder gezeigt, dass keine existiert. Zur Veranschaulichung ist das Verfahren
in Abbildung 3.3 dargestellt.

Lose z = min {c'x : x € P} mit P = {Ax < b}.
Flige die dadurch entstehenden Teilprobleme in die Kandidatenliste K

ein.

Nein
v

Wahle mittels Selektionsregel Knoten k aus K und I6sche diesen in K.

LP-Relaxierung des Teilproblems.

Teilproblem ist [6sbar und z < zpest Nein—]

Ja

Aktualiesiere
Ja—
Zpest = Z.

Nein
'

Verzweigung des Teilproblems
mittels Separationsregel.

Abbildung 3.3: Das Branch-and-Bound-Verfahren [EBLO03].
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3.3.3 Schnittebenenverfahren

Ein weiteres Verfahren zur Losung eines ganzzahligen linearen Optimierungs-
problems ist das Schnittebenenverfahren. Die Grundidee dabei besteht darin,
eine LP-Relaxierung auf das Ausgangsproblem anzuwenden und anschlieend
den zuldssigen Bereich mittels einer zusitzlichen linearen Ungleichung wei-
ter einzuschrianken. Ein erstes Verfahren dieser Art wurde 1958 von Gomory
in [G58] vorgestellt. Schnittebenenverfahren néhern sich gezielter der Losung
des Ausgangsproblems an, als beim Branch-and-Bound-Verfahren, konvergie-
ren aber langsam gegen die Losung [K12].

Durch das Hinzufiigen einer zusétzlichen linearen Ungleichung (Schnittebene)
wird der zulédssige Bereich des Ausgangsproblems weiter eingeschrankt und so-
mit im Verlaufe des Verfahrens immer kleiner bis eine ganzzahlige Losung ge-
funden wird. Mit der zusétzlichen Ungleichung soll die nichtganzzahlige Losung
des Problems , abgeschnitten® werden.

Wird beispielsweise ein Problem maximiert und mit der LP-Relaxierung wird
die Optimallésung z* = 8,6 berechnet, so kann die optimale ganzzahlige
Losung des Problems nur kleiner oder gleich 8 sein. Beim ,, Wegschneiden® die-
ser Losung vom zuldssigen Bereich muss allerdings sichergestellt werden, dass
durch die zusétzliche Schnittebene keine zuléssige ganzzahlige Losung wegge-
schnitten wird [EBLO03]. In Abbildung 3.4 ist eine Ubersicht des Verfahrens

dargestellt.

Optimierung mittels
LP-Relaxierung

Optimale Loésung
ganzzahlig?

o sop)

Nein

h 2
Erganzung einer
Schnittebene
Optimierung mittels
dualem Simplexverfahren

Abbildung 3.4: Ubersicht eines Schnittebenenverfahren [EBLO03].

Wird das Branch-and-Bound-Verfahren mit dem Schnittbenenverfahren kom-
biniert, so entsteht ein sogenanntes Branch-and-Cut-Verfahren. Dabei wird an
den Knoten des Branch-and-Bound Baumes entweder wie beim Branch-and-
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Bound-Verfahren aufgeteilt, in dem eine Schranke fiir eine Variable gefunden
wurde, oder der zuldssige Bereich wird mit dem Schnittebenenverfahren weiter
eingeschrankt.

3.3.4 Branch-and-Price

Mit dem Branch-and-Price-Verfahren kénnen ganzzahlige Optimierungspro-
bleme mit einer groen Anzahl an Variablen gelost werden. Es bildet das Ge-
genstiick zum Schnittebenenverfahren. Beim Schnittebenenverfahren werden
Zeilen (Ungleichungen) hinzugefiigt, wihrend beim Branch-and-Price-Verfahren
Spalten (Variablen) generiert werden.

Das Verfahren basiert darauf, dass fiir groe Probleme die meisten Variablen
Nichtbasiselemente und somit null sind [BJNSV98]. Die Idee des Verfahrens
besteht darin, eine Teilmenge der Variablen (Spalten) aus dem Ausgangspro-
blem zu entfernen und diese gegebenenfalls im Laufe des Verfahrens wieder
hinzuzufiigen.

Es wird also das kleinere Problem mit weniger Variablen als das Ausgangs-
problem betrachtet. Dieses wird LP-relaxiert gelost. Um die Optimalitéat der
Losung zu priifen, wird ein Unterproblem, das sogenannte Pricing-Problem,
betrachtet. Mit diesem wird versucht eine Spalte (Variable) zu finden, welche
den Funktionswert verbessert und diese dann in die Basis aufzunehmen. Wird
so eine Spalte gefunden, wird das LP mit dieser optimiert und damit verbessert.
Lasst sich dagegen keine solche Spalte finden und ist auch die Ganzzahligkeit
noch nicht erfiillt, so wird das Problem an dieser Stelle verzweigt [BJNSV9S].
Eine Ubersicht des Verfahrens ist in Abbildung 3.5 zu sehen.

— LOse Optimierungsproblem LP-relaxiert.

|

Lose Pricing-Problem, um Spalte, die
Funktionswert verbessert, zu finden.

Erganze Optimierungsproblem
um diese Spalte.

Nein

Nein
v

— Verzweige das Problem.

Abbildung 3.5: Das Branch-and-Price-Verfahren.
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3.4 AMPL

AMPL (,A Mathematical Programming Language®) ist eine mathematische
Modellierungssprache, mit der lineare, nichtlineare und ganzzahlige mathema-
tisches Optimierungsprobleme in abstrakter Form formuliert werden kénnen
[FGKO03]. Dabei tibersetzt AMPL das Optimierungsproblem fiir Optimierungs-
algorithmen (Solver), die dieses dann losen. Man beachte, dass passende Opti-
mierungsalgorithmen fiir die verschiedenen Arten von Optimierungsproblemen
gewahlt werden miissen.

3.4.1 Aufbau

Im Allgemeinen wird der AMPL-Code in drei verschieden Textdateien geschrie-
ben (.mod, .dat, .run). Die erste Datei (.mod) enthilt das allgemeine Modell
mit allen Parametern, Variablen und Mengen, die ben6tigt werden. In der zwei-
ten Datei (.dat) bekommen die Parameter ihre Werte zugewiesen. Die letzte
Datei (.run) verbindet die ersten beiden Dateien und enthilt die Losungsein-
stellungen.

3.4.2 Uberblick der Solver fiir AMPL

Es gibt eine Reihe von Optimierungssolvern. Dabei sind die verschieden Sol-
ver fiir verschiedene Optimierungsprobleme geeignet. Sie werden dabei nach
der Art wie sie arbeiten und fiir welche Art von Optimierungsproblemen sie
geeignet sind klassifiziert. Die Algorithmen werden unterschieden in !:

e linear (simlex/interior): eine lineares Optimierungsproblem, wird mit
dem Simplex-/Innere-Punkte-Verfahren gelost;

e quadratic: eine konvexe/konkave Zielfunktion mit linearen Nebenbedin-
gungen, wird mit einer Simplexmethode oder einer Innere-Punkte-Methode
gelost;

e nonlinear: ein nichtlineares Optimierungsproblem, wird mit Hilfe von
Gradienten-Verfahren, Quasi-Newton- oder Innere-Punkte-Methode gelost;

e integer linear /nonlinear: ein lineares/nichtlineares Optimierungsproblem,
bei dem einige Variablen ganzzahlig sind, wird mit einer Branch-and-
Bound Methode gelost, die lineare Losungsalgorithmen zur Losung der
Teilprobleme benutzt.

Einige Solver sind in der folgenden Tabelle zur Auswahl aufgelistet. Dazu wird
die Art der Algorithmen angegeben.

Lyww.ampl.com/solvers.html, letzter Zugriff am 06.02.13
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] Solver \ Typ des Algorithmus

Bonmin integer nonlinear

CONOPT nonlinear

CPLEX linear (simplex/interior), quadratic, integer (linear/qua-
dratic)

Gurobi linear (simplex/interior), quadratic, integer (linear/qua-
dratic)

[POPT nonlinear

KNITRO nonlinear

LP_SOLVE linear (simplex), integer linear

MINLP integer nonlinear

MINOS linear (simplex)

SOPT linear (simplex), nonlinear, quadratic

Tabelle 3.2: Ubersicht einiger Solver zum Lésen von Optimierungssolvern.

CPLEX fiir gemischt-ganzzahlige Optimierungsprobleme

In Kapitel 5 wird zur Auswertung des in Kapitel 4 entwickelten Optimie-
rungsproblem im Speziellen der CPLEX betrachtet. Aus diesem Grund wird
dieser hier kurz erldutert. CPLEX benutzt bei gemischt-ganzzahligen Opti-
mierungsproblemen eine Mischung aus Simplex- /Branch-and-Cut- und Schnit-
tebenenverfahren. Weiterhin werden heuristische Algorithmen verwendet, um
eine ganzzahlige Losung fiir das Problem zu finden.

Es entsteht ein Suchbaum mit linearen Teilproblemen, wie oben beschrieben.
Die Teilprobleme werden mittels LP-Relaxierung abgearbeitet [[BMC10].

3.5 Zusammenfassung

In dem vorangegangen Kapitel wurden die wichtigen Grundlagen fiir die ma-
thematische Optimierung von linearen Optimierungsproblemen gegeben. An-
schlieBend wurden einige Verfahren zum Losen von (ganzzahligen) linearen
Optimierungsproblemen vorgestellt. Dabei wird der Simplexalgorithmus auch
fiir die anderen Verfahren benétigt. Fiir das Branch-and-Bound-Verfahren,
das Schnittebenenverfahren und das Branch-and-Price-Verfahren ist die LP-
Relaxierung grundlegend.
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Kapitel 4

Optimierung der
Exact-Match-Anfrage fiir das
prototypbasierte Verfahren

Die Exact-Match-Anfrage wird benutzt, um zu iiberpriifen, ob ein Datenpunkt
D in einer Datenmenge D bereits vorhanden ist. Bei der Optimierung der
Exact-Match-Anfrage soll erreicht werden, dass die Antwortzeit beim Suchen
nach einem Datenpunkt D in einer Datenmenge fiir alle Datenpunkte moglichst
gleich ist. Dieses ist sichergestellt, wenn in jedem Bucket annidhernd dieselbe
Anzahl an Elementen enthalten ist. Buckets sind die Bereiche, in die der Daten-
raum aufgeteilt wird. In diesem Fall wird das Bucket, in dem der Datenpunkt
D liegt, wie in Kapitel 2.3.4 beschrieben, berechnet. AnschlieBend wird das
dazugehdrige Bucket sequenziell durchsucht, um herauszufinden, ob D bereits
in der Datenmenge D enthalten ist.

4.1 Anforderungen

Es sei D eine endliche Datenmenge mit Punkten, die die Eintrége einer Daten-
bank représentieren. Der Datenraum einer Datenmenge bezeichnet den anhand
der moglichen Attributwerte aufgespannten Raum. Dieser Raum R(D) mit n
Datenpunkten soll anhand von [ Prototypen mit der permutationsbasierten Va-
riante des Lokal Sensitiven Hashens so aufgeteilt werden, dass in jedem Bucket
annahernd dieselbe Anzahl an Datenpunkten enthalten ist. Prototypen stellen
dabei die Punkte der Datenmenge dar, anhand derer der Datenraum aufgeteilt
wird.

Dabei ist zu beachten, dass die Prototypen aus der Datenmenge D oder aus
dem Datenraum R(D) gewahlt werden konnen. Im Folgenden wird vorausge-
setzt, dass die [ Prototypen aus der Datenmenge D gewéhlt werden. Es werden
[ > 2 Prototypen gesucht, da mindestens zwei Prototypen benotigt werden,
um den Datenraum aufzuteilen. Formal bedeutet das:
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e gegeben: Datenmenge D C R(D) C R? mit [D| =n

e gesucht: [ Prototypen D; € D, fiir i = 1,...,1, sodass fiir die Buckets

— By € D mit By N B; = 0 fir k # j und JFZ*" B, =D
k,j e {1,..,#Buckets}

n
— |By|  ———.
1B+ # Buckets

Dabei bezeichnet |- | die Anzahl der Elemente, die in einer Menge vorhanden
sind und By die Menge der Datenpunkte, die in Bucket k& enthalten sind.

4.2 Verschiedene Modellbeschreibungen

Es gibt verschiedene Moglichkeiten wie das Problem, nachdem in jedem Bucket
dieselbe Anzahl an Elementen enthalten sein sollen, bearbeitet werden kann.
Im Folgenden werden drei verschiedene Grundideen vorgestellt, die sich jeweils
noch leicht verédndern lassen. Zuerst wird eine intuitive geometrische Modelli-
dee prasentiert. Anschlieend wird eine Modellidee, die auf dem Volumen der
einzelnen Buckets beruht, vorgestellt. Danach wird ein approximierendes Mo-
dell unterbreitet. Abschliefend werden die Modellideen miteinander verglichen.
Das approximierende Modell wird aufgrund dessen weiter thematisiert.

4.2.1 Intuitives geometrisches Modell

Das Problem kann als Modell intuitiv geometrisch (Ansatz 1) formuliert wer-
den, indem passende Beschreibungen fiir die entstehenden Polytope gefunden
werden. Die Polytope entstehen dadurch, dass man zwischen je zwei Prototy-
pen in der Mitte orthogonal eine Hyperebene legt. Werden nun die Schnitte
von mehreren solcher Hyperebenen betrachtet, entstehen Polytope, die sich
im Verlauf des Optimierungsprozesses stetig dndern konnen. Weiterhin muss
sichergestellt werden, dass in jedem dieser Polytope anndhernd gleich viele Da-
tenpunkte enthalten sind. Hierfiir muss eine gute Mdoglichkeit gefunden werden
die Datenpunkte in jedem Polytop zu zéhlen.

Die Beschreibung der Polytope ist kompliziert, da diese sich im Verlauf der
Optimierung dndern konnen, wie in Abbildung 4.1 gut zu erkennen ist. Daher
ist dieses Modell rechnerisch sehr aufwéndig.

Interessant hierfiir sind obere Schranken an die Anzahl der Buckets, die durch
die permutationsbasierte Variante des Lokal Sensitiven Hashens entstehen kon-
nen. Wird hierzu beispielsweise der zweidimensionale Raum {0, 255}% mit vier
Prototypen betrachtet, so ist zu erkennen, dass unterschiedlich viele Buckets
entstehen konnen. In Abbildung 4.1 ist zu sehen, dass beispielsweise sieben
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(links) oder 18 Bereiche (rechts) entstehen kénnen, je nachdem wie die vier Pro-
totypen gewéhlt sind. Die unterschiedliche Anzahl der entstehenden Buckets
héngt dabei davon ab, wie die Prototypen zueinander liegen, also wie die ent-
stehenden Hyperebenen im Raum liegen.

W

Abbildung 4.1: Zwei Varianten einen zweidimensionalen Raum mit vier Pro-
totypen aufzuteilen [B12].

Theoretisch konnen bei [ Prototypen ! mogliche Buckets entstehen, da
es ! Permutationen gibt. Dabei ist die Dimension der Datenpunkte nicht zu
beriicksichtigen. Betrachtet man jedoch das Problem, in wie viele Fliachen ein
endlicher zweidimensionaler Raum (entspricht quasi einem Rechteck) mit ei-
ner bestimmten Anzahl an Geraden aufgeteilt werden kann, so ist festzustel-
len, dass /! zu grof ist. Dabei sind die Geraden beliebig im Raum verteilbar.
Die Anzahl der durch die permutationsbasierte Variante des Lokal Sensitiven
Hashens entstehenden Buckets ist dann hochstens so groff, wie die Anzahl der
Fldachen bei diesem Problem, da beim Lokal Sensitiven Hashen die Geraden
nicht beliebig in den Raum gesetzt werden konnen.

Die maximale Anzahl an Flachen wird erreicht, wenn jede Gerade in einem
Rechteck jede andere Gerade schneidet und jeder Schnittpunkt von nur zwei
Geraden erzeugt wird. Als rekursive Formel fiir die maximale Anzahl der
Fléachen in einem Rechteck, welches mit g Geraden aufgeteilt wird, erhélt man
ay = ay—1 + g mit dem Rekursionsanfang ay = 1. Als explizite Formel ergibt

g(g+1)
2

sich dann a, = 1 + . Diese ergibt sich durch sukzessives Einsetzen der
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rekursiven Formel:

ag = ag,l—i-g
- ag—2+(g_1)+g

= aqy+14+2+4+...+g

i=1

glg+1)

=1
+ 2

Bezogen auf das Lokal Sensitive Hashen, wird im Folgenden iiberlegt, wie
viele Geraden durch [ Prototypen entstehen konnen. Dazu sei bemerkt, dass
zwischen je zwei Punkten eine Gerade gelegt wird. Liegen also [ Punkte vor
und wird ein weiterer Punkt als Prototyp hinzugefiigt, so kommen [ Geraden
hinzu. Als Formel ergibt sich fiir die Anzahl der Geraden n(l):

2
maximale
#Prototypen #Geraden #Buckets nach il
g
2 1 2 2
3 3 7 6
4 6 22 24
5 10 56 120
6 15 121 720

Tabelle 4.1: Vergleich der oberen Schranken fiir die maximale Anzahl an ent-
stehenden Buckets.

Werden nun die beiden Schranken fiir die Anzahl der entstehenden Buckets
verglichen, so ist zu erkennen, dass sie sich schon ab [ = 5 stark voneinander
unterscheiden (siehe Tabelle 4.1). Die Formel fiir die maximale Anzahl an ent-
stehenden Buckets ist von der Dimension des Raumes abhéngig. Bei steigender
Anzahl der Dimensionen wiéchst die Anzahl der entstehenden Bereiche fiir [
Prototypen an. Allerdings bedarf es weiterer Betrachtungen dieses Problems
im d-dimensionalen Raum, um so eine allgemeine Schranke fiir die Anzahl der
maximal entstehenden Teilkorper zu erhalten.
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4.2.2 Volumen der Buckets

Eine weitere Moglichkeit besteht darin, das Volumen der Polytope (Ansatz 2)
zu optimieren. Hier soll erreicht werden, dass die Polytope, in die der Daten-
raum zerlegt wird, anndhernd dieselben Volumina haben. Dieses ergibt Sinn,
wenn die Daten, iiber denen optimiert wird, gleichverteilt sind. Wenn jedes
Polytop dasselbe Volumen hat, dann sind die Datenpunkte gleichméfBig auf
die Buckets verteilt, da dann jedes Polytop annédhernd dieselbe Anzahl an Ele-
menten enthélt. Daher soll hier erreicht werden, dass jedes Polytop anndhernd
dasselbe Volumen hat. Dieses ist allerdings mit der Begriindung, dass die Po-
lytope sich wihrend des Optimierungsprozesses dndern, aufwéndig. Weiterhin
liegen in der Realitdt meist keine gleichverteilten Daten vor.

4.2.3 Approximierendes Modell

Eine weitere Idee, die im weiteren Verlauf dieser Arbeit verfolgt wird, besteht
darin das eigentliche Problem approximativ zu formulieren (Ansatz 3). Das
folgende Optimierungsproblem soll in seiner Beschreibung losgelost von den
Beschreibungen der Polytope sein. Das Problem, nach dem in jedem Bucket
annahernd dieselbe Anzahl von Elementen enthalten sein sollen, wird appro-
ximativ im Modell dargestellt. Dadurch ist es leichter zu verarbeiten.

Die Approximation besteht darin, Kugeln mit identischen Radien um die [
Prototypen zu legen, sodass deren Mittelpunkt einer der [ Prototypen ist.
Nun besteht die Aufgabe darin, den Radius der Kugeln so zu minimieren, dass
jeder beliebige andere Datenpunkt D € D in mindestens einer dieser [ Kugeln
enthalten ist. In Abbildung 4.2 ist das Optimierungsproblem graphisch darge-
stellt. Die Kreuze stellen die Prototypen dar, um welche Kugeln gelegt werden.
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Abbildung 4.2: Optimierungsproblem
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4.2.4 Vergleich der Modellideen

In der folgenden Tabelle 4.2 sind die drei oben genannten Modellierungsideen
fiir das Problem, nach dem die Exact-Match-Anfrage optimiert werden soll,
zusammengefasst dargestellt.

Dabei ist festzustellen, dass die Modellbeschreibungen (Ansatz 1) und (Ansatz
2) das Problem exakt beschreiben, wihrend (Ansatz 3) approximierend formu-
liert ist. Allerdings eignet sich Modellbeschreibung (Ansatz 2) eher fiir gleich
verteilte Datensétze. Dagegen konnen (Ansatz 1) und (Ansatz 3) beliebige
Datenverteilungen verarbeiten. Werden die Schwierigkeiten, die Modellideen
mathematisch zu formulieren, der jeweiligen Modellbeschreibungen betrach-
tet, so ist festzustellen, dass (Ansatz 3) nur geringe Schwierigkeiten aufweist.
Die anderen Beschreibungen sind demgegeniiber komplizierter. Daher wird im
Folgenden die Modellbeschreibung (Ansatz 3) weiter verfolgt.

Optimierungs-| Modell- Schwierigkeit bei der Be-
problem beschreibung schreibung

Typ der Datensétze

1. Beschreibung der Polyto-
pe, da diese sich im Verlauf
(Ansatz 1) exakt der Optimierung &ndern

2. ,zdhlen®“ der Datenpunk-
te in Polytopen

teilungen

Beliebige Datenver-

Beschreibung der Polytope,

(Ansatz 2)

exakt

da diese sich im Verlauf der
Optimierung dndern

Sinnvoll bei gleich-
verteilten Daten

Beliebige Datenver-

(Ansatz 3) | approximierend | Geringe Schwierigkeiten teilungen

Tabelle 4.2: Vergleich der Losungsansitze.

4.3 Mathematische Beschreibung des Optimie-
rungsproblems

Im Folgenden wird die in Abschnitt 4.2.3 vorgestellte Modellbeschreibung (An-
satz 3) mathematisch beschrieben. Dazu werden die Hilfsfragen aus Abschnitt
3.1 zur Erstellung eines Optimierungsproblems fiir dieses Problem erlautert.
Die erste Frage, die sich stellt, ist die Frage nach dem Ziel. Mit dem Op-
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timierungsproblem soll erreicht werden, dass der Radius der Kugeln um die
Prototypen minimiert werden soll. Daraus ergibt sich die einfache Zielfunktion
min 7. Als Entscheidungsvariablen wird ein Vektor benétigt, der angibt, wel-
che Datenpunkte als Prototypen ausgewihlt sind. Weiterhin wird eine Matrix
bendtigt, die angibt, ob ein Datenpunkt in einer Kugel um einen Prototypen
enthalten ist. Eine weitere wichtige Frage ist, welche Nebenbedingungen zu
beachten sind. In diesem Modell ist zu beachten, dass der Radius nichtnegativ
ist. Weiterhin ist zu beachten, dass genau [ Prototypen gewéhlt werden. Au-
Berdem soll jeder Datenpunkt in mindestens einer Kugel enthalten sein.

Im Folgenden wird nun das Optimierungsproblem mathematisch beschrieben.
Bei genauerer mathematischer Betrachtung des Problems ergeben sich noch
weitere Bedingungen, die aus den obigen resultieren. Diese werden weiter un-
ten ndher erldutert.

Es sei D die zu betrachtende Datenmenge. D C R enthilt n Datenpunkte,
aus denen [ ausgewahlt werden sollen, sodass jeder Datenpunkt D € D in
mindestens einer Kugel um die [ Prototypen enthalten ist. Mathematisch sieht
das Problem wie folgt aus:

min r
X,y

s.t.
<lpx> =1 (4.1)
<Ip,ys;> > 1 (4.2)
r e eR{ (4.5)
r; € {0,1} (4.6)
Yij € {0, 1} (47)
< —, — > bezeichnet dabei das Standardskalarprodukt und 1,, ist ein Vek-

tor mit n Einsen als Eintrdgen. Mit y, ; sei die j-te Spalte von y bezeichnet.
Der Vektor z ist ein Entscheidungsvektor, fiir den x; = 1 gilt, wenn der Da-
tenpunkt D; zu den [ Prototypen gehort, ansonsten gilt x; = 0. Die Matrix
y € {0,1}™*" ist eine Entscheidungsmatrix, die angibt, ob ein Datenpunkt D;
von einer Kugel um D; umgeben wird. Die Parameter 7, j sind aus der Menge
7 ={1,2,...,n}. Zusammenfassend gilt:
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1, wenn D; ein Prototyp st
xT; =
0, sonst

und

-] 1, wenn D;in der Kugel wum D; enthalten ist
Yij = 0, sonst '

Die Nebenbedingungen des Optimierungsproblems werden im Folgenden

néher erldutert: In (4.1) ist angegeben, dass genau [ Prototypen gesucht wer-
den. In (4.2) wird beschrieben, dass jeder Datenpunkt in mindestens einer
Kugel um einen Prototypen enthalten sein muss. Die Kugeldefinition mit po-
sitiven Radius r in (4.3) kommt genau dann zum Tragen, wenn g, ; eins ist.
Dagegen sichert (4.4), dass y; ; nicht eins sein darf, wenn D; nicht zu den Pro-
totypen gehort, das heifit D; ist dann kein Mittelpunkt einer Kugel.
Das oben genannte Optimierungsproblem ist linear und héngt nicht von der
Dimension der Datenpunkte in D ab. Die verwendete Euklidische Norm lasst
sich durch andere Normen ersetzen, zum Beispiel durch die Summennorm oder
die Maximumsnorm. Man beachte, dass y; ; fiir grofle Datenmengen sehr grofl
wird.

4.4 Umsetzung des mathematischen Optimie-
rungsproblems

Es gibt verschiedene Moglichkeiten, wie sich Optimierungsprobleme umsetzen
lassen. So werden von verschiedenen Programmen, wie beispielsweise MAT-
LAB Funktionen zur Optimierung bereitgestellt. Einige Solver bieten Schnitt-
stellen fiir verschiedene Programmiersprachen an. Uber diese kann der Solver
fiir das Losen von Optimierungsproblemen auch aus eigenen Anwendungen
heraus genutzt werden. Aufgrund der Ahnlichkeit von formal geschriebenen
mathematischen Optimierungsproblemen mit der Modellierungssprache AM-
PL soll das Problem in AMPL realisiert werden. Das in Abschnitt 4.3 auf-
gestellte Optimierungsproblem ist ein gemischt-ganzzahliges lineares Problem.
Also wird ein Solver fiir diese Art von Optimierungsproblemen benétigt. Fiir
das Optimierungsproblem wird in dieser Arbeit CPLEX als Solver gewéhlt.
Das Optimierungsproblem in der Modellierungssprache AMPL, als .mod-Datei,
sieht dann wie folgt aus:
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AMPL-Code 1 .mod-Datei um das Optimierungsproblem allgemein zu for-

mulieren
param n; #Anzahl Dimensionen

set N = 1..n;

param m; #Anzahl Datenpunkte

set I = 1..m;

param D {iin I, z in N} integer; #Datenpunkte

param 1; #Anzahl Prototypen

var r;

var X i in I binary;

var y iin [, j in I binary;

minimize Radius : r; #Zielfunktion

: #Nebenbedingungen:

. subject to circle {i in I j in I}: y[i,j]*sqrt(sum {z in N} ((Dli,z] - D[j,z])?))
<=

13: subject to k_Prototypen: sum {i in I} x[i] = 1;

14: subject to constraintl: 0 <= r;

15: subject to constraint2 {iin I, j in I}: y[i,j] <= x][i;

16: subject to each_point_in_circle {j in I}: sum {i in I} y[i,j] >= 1;

_ = =

In Zeile 1 bis 9 werden die Parameter, Variablen und Mengen, die fiir
die Umsetzung des Optimierungsproblem benétigt werden, definiert. Die Ziel-
funktion wird in Zeile 10 gesetzt. Die restlichen Zeilen 12 bis 16 legen die
Nebenbedingungen fest.

Dabei miissen Parameter vom Benutzer festgelegt werden, wahrend sich Va-
riablen im Optimierungsprozess verindern. Folglich miissen jeweils die Anzahl
der Dimensionen (Zeile 1), Anzahl der Datenpunkte (Zeile 3) iiber denen op-
timiert wird und die Anzahl der Prototypen (Zeile 6) vom Benutzer festgelegt
werden. Weiterhin muss die Textdatei, die die Datenpunkte enthélt, gesetzt
werden. Darin sind n Spalten und m Zeilen mit den jeweiligen Eintrdgen der
Datenpunkte enthalten. Dieses wird in der .dat-Datei gesetzt:

AMPL-Code 2 .dat-Datei zum Setzen der Parameter fiir das Optimierungs-
problem
1: let n := Anzahl Dimensionen;
: let m := Anzahl Datenpunkte;
. let 1 := Anzahl Prototypen;
read {iin I, j in I} D[i,j] < Datensatz.txt;

B W b

Die .run-Datei enthélt die Einstellungen des Solvers und verbindet .mod-
und .dat-Datei wie folgt miteinander:
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AMPL-Code 3 .run-Datei Einstellungen
: reset;

model optl.mod;

data optl.dat;

option show _stats 1;

option solver cplex;

option cplex_options 'parallelmode = 1’
‘threads = 4’

timing = 17;

solve;

display Radius;

. display {i in I: x[i]==1};

—_ =
—_= O

Dabei wird in Zeile 2 die .mod-Datei aus Code 1 eingelesen. Anschlielend
werden die Daten mittels Code 2 eingelesen (Zeile 3). In Zeile 5 wird CPLEX
als Solver gesetzt. In den Zeilen 6 bis 7 werden zusétzliche Optionen fiir den
CPLEX festgelegt.

Als Ergebnis liefert AMPL den minimierten Radius und gibt die Indizes
der [ Prototypen aus. Hierzu sei bemerkt, dass AMPL eins-basiert ist. Um die
Indizes in Java zu benutzten muss jeweils noch eins subtrahiert werden.

4.5 Zusammenfassung

Ziel dieses Kapitels war es ein Optimierungsproblem zu entwickeln, welches die
Wahl der Prototypen fiir das Lokal Sensitive Hashen erleichtert. Dazu wurden
anfangs verschiedene Ideen vorgestellt und miteinander verglichen.

Es wurde ein Optimierungsproblem aufgestellt, bei dem die Datenmenge mit
identisch groflen Kugeln abgedeckt werden soll, sodass der Mittelpunkt der
Kugeln jeweils ein Datenpunkt der Menge ist und jeder andere Datenpunkt in
mindestens einer Kugel liegt.
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Kapitel 5

Evaluierung

In diesem Kapitel wird die Auswertung des in Abschnitt 4.3 aufgestelltem Op-
timierungsproblems betrachtet. Dabei geht es darum, [ Datenpunkte aus der
Datenmenge auszuwéhlen, sodass alle Datenpunkte der Datenmenge in minde-
stens einer Kugel um die [ Datenpunkte enthalten sind. Ziel der Optimierung
ist es die Radien der Kugeln, die identisch sind, zu minimieren. Dazu wird eine
reale Datenmenge aus [AA96] verwendet. In einem Vergleich der Raumauftei-
lung mit optimierten und zufillig gewéhlten Prototypen wird die Relevanz des
Optimierungsproblems dargestellt.

Es hat sich herausgestellt, dass das Losen des Optimierungsproblems schon
bei kleinen Datenmengen lange dauert. Als Beispiel sei hier gegeben, dass das
Losen fiir das Optimierungsproblem mit [ = 4 und 500 Datenpunkten bei einer
4-Kernauslastung iiber eine Woche gedauert hat. Aus diesem Grund wird das
Optimierungsproblem auf kleinen Teilmengen der gesamten Datenmenge aus-
gefithrt. AnschlieBend werden die so erhaltenden Prototypen auf die gesamte
Datenmenge angewandt. Um genauere Aussagen treffen zu konnen, wire es
notwendig zu iiberpriifen, ob die Datenverteilungen der kleineren Teilmengen
mit der, der gesamten Datenmenge iibereinstimmt. Dieses kann zum Beispiel
mit dem Kolmogorov-Smirnov-Test (kurz: KS-Test) iiberpriift werden [D08]. In
den folgenden Testreihen wurden die Eingangsdaten gemischt, um eine eventu-
elle Vorsortierung der Daten zu beseitigen und anschliefend jeweils die ersten
ny Datenpunkte der Menge zu bearbeiten.

5.1 Beschreibung der Testdaten

Bei den Testdaten handelt es sich um 10.992 Datenpunkte mit jeweils 16 Di-
mensionen. Nach [VCPFO08] handelt es sich somit um einen mehrdimensionalen
Datensatz. Die Daten repriisentieren handgeschriebene Schriftproben [AA96].
Um eine Schriftprobe in einen Vektor umzuwandeln, wird eine Folge von 8
zeitabhingigen Punkten (zy,v;) gespeichert, die die Stiftposition zum Zeit-
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punkt t speichert. Wird diese Folge von Punkten in einem Vektor gespeichert,
erhdlt man einen 16-dimensionalen Vektor [AA96]. Die Eintrége der Vektoren
sind dabei ganzzahlige Werte zwischen 0 und 100. Im Folgenden sei die Menge
dieser Vektoren mit D;4 bezeichnet.

5.2 Begriffserklarungen

Fiir die Auswertungen der Experimente in diesem Abschnitt werden einige
Begriffe benotigt, die im Folgenden erldutert werden:

optimierte Prototypen: Wenn von optimierten Prototypen die Rede ist, so
sind die Prototypen, die das Optimierungsproblem zur Minimierung der
Radien der Kugeln ermittelt hat, gemeint.

Durchschnitt: Der Durchschnitt bezeichnet die Anzahl der Datenpunkte, die
in den Buckets enthalten sein muss, damit die Raumaufteilung optimal
ist. Er ldsst sich berechnen, indem die Anzahl der Datenpunkte durch
die Anzahl der entstehenden Buckets dividiert wird.

optimierte Raumaufteilung: Hierbei handelt es sich um die Raumauftei-
lung, die durch die permutationsbasierte Variante des Lokal Senstiven
Hashens bei Verwendung von optimierten Prototypen, entsteht.

zufillige Prototypen: Von zufilligen Prototypen ist die Rede, wenn zufallig
Datenpunkte aus der Datenmenge ausgewihlt werden, die als Prototypen
verwendet werden.

5.3 Vergleich der Raumaufteilungen mit op-
timierten und zufillig gewéhlten Prototy-
pen

In diesem Abschnitt wird die Raumaufteilung, die durch den permutationsba-

sierten Ansatz des Lokal Sensitiven Hashens entsteht, mit zwei Varianten der

Prototypenbestimmung verglichen. Zum einen werden die Prototypen zufillig

aus der Datenmenge ausgewéhlt und zum anderen werden optimierte Proto-
typen fiir die Raumaufteilung verwendet.

5.3.1 Setup und Durchfiihrung

Bei den Testdaten handelt es sich um die in Abschnitt 5.1 beschriebene Daten-
menge D;4. Exemplarisch wird [ = § gewéhlt, das heifit es sollen 5 Prototypen
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aus den Datenpunkten so gewahlt werden, dass der Raum moglichst optimal
aufgeteilt wird. Als Optimierungssolver wurde CPLEX gewéhlt.

Aufgrund der Berechnungszeit werden approximative Losungen betrachtet, bei
denen jeweils nur eine Teilmenge der Daten zur Losung des Problems gewahlt
wird. Exemplarisch wird die Auswirkung auf die Raumaufteilung durch den
Permutationsansatz beim Lokal Sensitives Hashen betrachtet, wenn 100, 200
und 300 Daten aus der vorliegenden Datenmenge auswéahlt werden. Auf die-
sen kleineren Datenmengen wird, mittels des oben genanntem Optimierungs-
problems, optimiert. AnschlieBend werden die ermittelten Prototypen auf die
gesamte Datenmenge angewandt.

5.3.2 Ergebnisse
Ergebnisse bei Verwendung der kleinen Teilmengen

Zuallererst wird die Auswirkung der Optimierung der Prototypen auf den klei-
nen Datenmengen, mit 100, 200 und 300 Datenpunkten aus der gesamten Da-
tenmenge, untersucht. Betrachtet man die Ergebnisse der Optimierung auf
der Datenmenge mit 100 Elementen, wenn [ = 5 gewéhlt wird, und diese mit
Ergebnissen vergleicht, die dadurch entstehen, dass zuféllig 5 Prototypen aus
der Datenmenge gewéhlt werden, ist festzustellen, dass unterschiedlich vie-
le Buckets entstehen konnen. Dies hédngt davon ab, wie die Hyperebenen im
Raum zueinander liegen. In diesem Beispiel entstehen 35, 30 und 24 Buckets fiir
die Raumaufteilung, die in Abbildung 5.1 dargestellt sind. Der Durchschnitt
gibt an, wie viele Datenpunkte in einem Bucket liegen miissen, damit die Auf-
teilung optimal ist. Die Balken des Diagramms geben an, wie viele Buckets es
in der entsprechenden Raumaufteilung gibt.

Bei der Raumaufteilung, die auf den optimierten Prototypen basiert (a), ist zu
erkennen, dass die Mehrheit der Buckets dicht am Durchschnitt liegt, das heif3t,
dass die Mehrheit der Buckets anndhernd optimal viele Elemente beinhalten.
Vergleicht man dazu die Raumaufteilung (b) und (c) in Abbildung 5.1, ist zu
erkennen, dass die Mehrheit der Buckets weiter vom Durchschnitt entfernt ist.
Es sei hierzu bemerkt, dass beide Aufteilungen die gleiche Abweichung haben.
Die hier verwendete Abweichung wird wie folgt berechnet:

Anzahl der Buckets
Z |Anzahl Elemente in Bucket i — Durchschnitt|.

=1

Allerdings ist die optimierte Raumaufteilung besser verteilt, da es weniger
Ausreifler nach oben hin gibt. Es gibt also weniger Buckets die viele Elemente
enthalten. Die Raumaufteilung (c) in Abbildung 5.1 weist eine noch groBere
Streuung zu den Réandern hin auf. Mit den Réndern einer Raumaufteilung
sind die Buckets mit minimal beziehungsweise maximal vielen Datenpunkten
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Durchschnitt: 2 Durchschnitt: 3 } Durchschnitt: 4
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Abbildung 5.1: Verteilung der Daten auf die entstehenden Buckets fiir 100
Datenpunkte.

gemeint. Hier besitzt die Mehrheit der Buckets ein oder mehr als sieben Ele-
mente, wihrend das Optimum bei vier liegt. Ahnlich verhélt sich die Raumauf-
teilung, wenn iiber einer Menge von 200 beziehungsweise 300 Daten optimiert
wird. Diese sind in Abbildung 5.2 dargestellt.

Ergebnisse bei Verwendung der gesamten Datenmenge

Im Folgenden werden die Ergebnisse der Raumaufteilung der gesamten Daten-
menge mit optimierten (Abbildung 5.4) und zufilligen Prototypen (Abbildung
5.5) betrachtet. Dazu werden die Prototypen, die zu den optimierten Raumauf-
teilungen in Abbildung 5.1 und die, die zu den optimierten Raumaufteilungen
auf 200 und 300 Daten fiithren (Abbildung 5.2), gewdhlt. Wird iiber einer im-
mer groffer werdenden Teilmenge der Datenpunkte optimiert, ist zu erkennen,
dass die Schwankungen um das Optimum geringer werden. Weiterhin kommt
es drauf an, welche Elemente aus der gesamten Datenmenge gewéhlt werden,
um iiber diesen zu optimieren. In diesem Beispiel werden die ersten 100, 200
und 300 Elemente aus der gesamten Datenmenge gewéhlt.

Betrachtet man nun die Ergebnisse in Abbildung 5.5, die durch zuféllig gew&ahl-
te Prototypen entstehen, so ist festzustellen, dass die durch zuféllige Wahl der
Prototypen entstehenden Raumaufteilungen grofie Schwankungen aufweisen.
So kénnen durchaus bessere Losungen als die in Abbildung 5.4 dargestellten
Raumaufteilungen gefunden werden, jedoch entstehen auch schlechtere. Die
Schwankungen der Abweichung bei Verwendung von optimierten Prototypen
sind deutlich geringer, als die Schwankungen, die entstehen wenn zuféllige Pro-
totypen fiir die Raumaufteilung verwendet werden.

In Abbildung 5.3 sind die Abweichungen vom Optimum graphisch dar-
gestellt. Es ist gut zu erkennen, dass die Abweichungen bei zufilliger Wahl
der Prototypen stark variieren kann. Weiterhin wird deutlich, dass die Ab-
weichungen geringer werden, wenn optimierte Prototypen gewéhlt werden, die
iiber einer grofler werdenden Teilmenge der gesamten Daten optimiert wurden.
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. Durchschnitt: 5 Durchschnitt: 5 i Durchschnitt: 7
o |
glO |
M5 |
+ s
1131121 50| 1\3\12\50\3 1\3\12\50\
2 8 25 b5 %?
mit optimierten mlt zufalhg gewahlten Prototypen Elemente
Prototypen
2 Durchschnitt: 5 Durchschnitt: 5 Durchschnitt: 7

T

# Bu&ke&s
oo ot

1131 9 1\3\9\ 1031 9o

2 7 20 2 2 7 20 # Elemente
mit optimierten mit zufalhg gewahlten Prototypen

Prototypen

Abbildung 5.2: oben: Verteilung der Daten auf die entstehenden Buckets fiir
200 Datenpunkte. unten: Verteilung der Daten auf die entstehenden Buckets

fiir 300 Datenpunkte.
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Abbildung 5.3: Vergleich der Abweichung mit zufallig gewihlten und optimier-
ten Prototypen.
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# Buckets
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Abbildung 5.4: Verteilung der gesamten Datenmenge auf die entstehenden
Buckets bei Verwendung der optimierten Prototypen auf 100, 200 und 300
Datenpunkten.
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Abbildung 5.5: Verteilung der gesamten Daten auf die entstehenden Buckets
fiir zuféllig gewdhlte Prototypen.



KAPITEL 5 EVALUIERUNG 47

5.4 Untersuchung der Laufzeit des Optimie-
rungsproblems in Abhéingigkeit von der An-
zahl der Prototypen

In diesem Abschnitt wird untersucht wie sich die Laufzeit in Abhéngigkeit der
Anzahl der Prototypen [ und der Grofle der verwendeten Datenmenge verhélt.
Dazu werden unterschiedlich grole Datenmengen betrachtet, auf denen opti-
miert wird.

Weiterhin wird die Anzahl der benétigten Simplexiterationen betrachtet, sowie
der Radius den das Optimierungsproblem liefert.

5.4.1 Setup und Durchfiihrung

Betrachtet wird hierzu die Datenmenge D;4 aus Abschnitt 5.1 mit 10.992 16-
dimensionalen Datenpunkten. Getestet wurde das Optimierungsproblem mit
Teilmengen des Datensatzes der Grofie 50, 100, 150, 200 und 250. Hierzu wur-
den jeweils die ersten 50, 100, 150, 200 und 250 Daten aus der gesamten Daten-
menge entnommen. Der Parameter [ nimmt fiir jede Datenmenge den Wert 2
bis 10 an. Fiir jede Grofle der Datenmenge wird mit jedem [ zwischen 2 und 10
die Laufzeit des Optimierungsproblems bestimmt. Die Zeit wird dabei in Pro-
zessorzeit gemessen [IBMC10]. Die Prozessorzeit bezeichnet die vom Prozessor
benoétigte Zeit fiir die Ausfiihrung eines Programms unabhéngig von anderen
zu der Zeit ausgefiithrten Prozessen. Der verwendete Rechner hat folgende Da-
ten:

Prozessor: Intel(R) Core(TM) i5-2500 CPU@ 3.30GHz,
Installierter Arbeitsspeicher (RAM): 8,00 GB.

5.4.2 Ergebnisse

Im folgenden Abschnitt werden die Ergebnisse der oben genannten Experimen-
tenreihe dargestellt. Dazu sind in Tabelle 5.1 die Ergebnisse der Experimente
abgebildet. Es sei darauf hingewiesen, dass es sich in den folgenden Abbildun-
gen 5.6 und 5.7 um Approximationen handelt, da die Werte der Laufzeiten
jeweils nur fiir 50, 100, 150, 200 und 250 Datenpunkte berechnet wurden.

Bei der Betrachtung der Laufzeiten in Abbildung 5.6 fillt auf, dass im All-
gemeinen die Laufzeit bei steigender Anzahl der Datenpunkte annéhernd ex-
ponentiell anwéchst. Nur in wenigen Fiéllen sinkt die Laufzeit. Betrachte man
hierzu | = 4, so ist zu erkennen, dass fiir 200 Datenpunkte mehr Zeit zum
Losen bendétigt wird, als fiir 250 Datenpunkte.

Auftillig ist der grofle Sprung, wenn [ = 9 gewéhlt ist. Fiir 200 Datenpunkte
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wird eine Laufzeit von knapp drei Stunden erreicht, wihrend bei 250 Daten-
punkten die Laufzeit knapp einen Tag und 6 Stunden betrigt. Wohingegen
fiir die anderen Werte fiir [ CPLEX fiir das Losen des Optimierungsproblems
zwischen drei und 16 Stunden benotigt.

Betrachtet man hierzu weiter Abbildung 5.7, die Abbildung 5.6 im Bereich

Auswertung der Laufzeit

P O 00 ~NO U~ wWwN

o

Laufzeit in Sekunden

100 I I
50 100 150 200 250

Anzahl Datenpunkte

Abbildung 5.6: Vergleich der Laufzeiten bei variierender Anzahl der Prototy-
pen.

von 50 bis 100 Datenpunkten darstellt und vergleicht diese miteinander, so
ist festzustellen, dass von den Laufzeiten bei 100 Datenpunkten nicht auf den
weiteren Verlauf der Laufzeit geschlossen werden kann. Denn aus Abbildung
5.7 wire abzuleiten, dass die Laufzeit bei [ = 4 steil steigt. Wird hierzu in Ab-
bildung 5.6 die Kurve fiir [ = 4 betrachtet, so liegt diese bei 250 Datenpunkten
sogar im unteren Bereich.

Dies liegt daran, dass es bei der Laufzeit von CPLEX auf die Anzahl der
benotigten Simplexiterationen ankommt und diese sich nicht vorher bestim-
men lassen. In Abbildung 5.8 sind die Simplexiterationen in Abhéngigkeit zu
der Grofle der Datenmenge bei gegebenem [ dargestellt. Die Anzahl der Sim-
plexiterationen steigt dhnlich schnell an, wie die Laufzeit in Abbildung 5.6.

Weiterhin kann die Anzahl der Branch-and-Bound-Knoten untersucht wer-
den. Diese gibt an, wie viele Teilprobleme des Ausgangsproblems gelost werden
miissen, bis eine Losung fiir das Ausgangsproblem gefunden ist. Die Anzahl
der Branch-and-Bound-Knoten variiert stark bei verschieden gewéhltem [, wie
gut in Tabelle 5.1 zu sehen ist. So variiert die Anzahl bei 50 Datenpunkten von
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0 bis 267 Branch-and-Bound-Knoten. Dieses hingt davon ab, wie komplex, das
zugrunde liegende Optimierungsproblem ist.

Wird der Radius, den CPLEX berechnet, betrachtet, so fillt auf, dass er bei
250 Datenpunkten grofler als bei den kleineren Datenmengen ist, wenn je-
des einzelne [ betrachtet wird. Dies liegt daran, dass in der Menge mit 250
Datenpunkten mit hoher Wahrscheinlichkeit Elemente mit gréflerem Abstand
zueinander enthalten sind, als in den kleineren Datenmengen.

Auswertung der Laufzeit
T

300

250

200

150

100

Laurzeit In Sekunaen

50

1
50 55 60 65 70 75 80 85 90 95 100
Anzahl Datenpunkte

Abbildung 5.7: Vergleich des Anstieges der Laufzeiten zwischen 50 und 100
Datenpunkten.

Anzahl der MIP Simplexiterationen

103 ll | | |

50 100 150 200 250
Anzahl| Datenpunkte

Abbildung 5.8: Vergleich der Simplexiterationen bei variierender Anzahl der
Prototypen.
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Anzahl der MIP Simplexiterationen
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Abbildung 5.9: Vergleich der Simplexiterationen bei variierender Anzahl der

Prototypen herangezoomt.
’ l ‘ #Datenpunkte ‘ Laufzeit ‘ Radius ‘ #Knoten ‘ #lterationen ‘

50 5,24 sec 178,65 | O 3.097
100 1min 58sec 179,27 | 23 51.727

2| 150 16min 41sec 179,11 | 82 278.790
200 55min 20sec 181,48 | 99 471.497
250 3h 2min 50sec 186,9 63 915.830
50 5,49 sec 151,61 | 177 16.633
100 7 min 21 sec 158,35 | 417 241.225

31150 13 min 23 sec 158,35 | 326 315.803
200 2h 9min 17sec 166,47 | 707 1.355.104
250 7h 17min 1sec 169,86 | 1.313 4.644.775
50 3,73 sec 147,77 | 5 4.594
100 6min 8sec 146,14 | 814 401.102

41 150 1h 3min 54sec 145,27 | 1.772 1.592.386
200 2h 59min 1sec 146,46 | 1.093 2.598.754
250 2h 54min Tsec 152,76 | 474 2.464.008
50 1min 46sec 133,41 | 14 5.440
100 7min 31sec 136,97 | 951 473.531

5 | 150 1h 35min 35sec | 136,2 1.279 2.554.804
200 2h 19min 27sec | 138,98 | 1.115 3.612.953
250 15h 35min 58sec | 142,32 | 1.700 8.778.829
50 3,96 sec 132,09 | 47 6.255
100 8min 39sec 133,66 | 1.087 758.223

6 | 150 1h 11min 27sec | 131,3 1.362 2.643.097
200 2h 56min 36sec 133,24 | 1.211 3.145.770
250 4h 3min 44sec 136,19 | 1.908 3.329.819
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’ l ‘ #Datenpunkte ‘ Laufzeit Radius ‘ #Knoten ‘ #lterationen ‘

50 11,86 sec 131,03 | 267 23.027
100 3min 19sec 131,16 | 638 135.906

7 | 150 30min Hlsec 130,25 | 1.281 1.345.258
200 1h 46min 59sec 130,34 | 2.612 2.039.690
250 10h 58min 59sec 131,67 | 3.077 9.358.700
50 8,25 sec 117,724 | 33 5.951
100 1min 56sec 126,77 | 393 71.293

8 | 150 27min 32sec 127,83 | 1.749 203.0454
200 5h 5min 14sec 126,44 | 3.018 6.063.162
250 7h 30min 41sec 127,08 | 2.027 4.814.846
50 13,35 sec 113,89 | 194 13.531
100 2min 25sec 121,86 | 1.362 352.139

9 | 150 51min 20sec 120,67 | 1.417 906.684
200 2h 43min 5sec 123,831 | 3.482 2.088.901
250 1d 5h 51min 39sec | 123,7 86.431 40.078.251
50 7,32 sec 113,75 | 0 2471
100 3min 37sec 114,95 | 859 188.328

10 | 150 16min 9sec 116,22 | 1.512 1.252.499
200 1h 21min 35sec 119,9 2.116 2.609.891
250 5h 10min 6sec 119,9 2.287 4.156.241

Tabelle 5.1: Ergebnisse des Optimierungsproblems fiir verschiedene Anzahlen
von Prototypen.

5.5 Optimierungsproblem vs. k-Medoid Algo-
rithmus

Die Idee, nach der [ Prototypen so aus der Datenmenge gewéhlt werden, so-
dass alle anderen Datenpunkte der Menge in mindestens einer der Kugeln um
die [ Prototypen enthalten sind, erinnert stark an die Clusteranalyse. Bei der
Clusteranalyse sollen die Datenpunkte in verschiedene Gruppen aufgeteilt wer-
den. In einer Gruppe sind die Punkte, die dhnlich zueinander sind, enthalten.
Ein Clustering-Algorithmus, der ein dhnliche Problemstellung, wie das Op-
timierungsproblem (Ansatz 3) behandelt, ist der k-Medoid Algorithmus. Ein
Medoid ist das Element einer Datenmenge, das dem Mittelpunkt dieser Menge
am néchsten liegt. In diesem Verfahren werden £ disjunkte Gruppierungen C
(auch Cluster genannt) innerhalb der Datenmenge gesucht.

Dabei wird jeder Datenpunkt in das Cluster eingefiigt, zu welchem zugehori-
gen Medoid er beziiglich einer Distanzfunktion den geringsten Abstand hat.
Die Medoide entsprechen im oben genanntem Problemfall den Prototypen.
Werden die Problemstellungen beider Verfahren verglichen so sind die einzi-
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gen Unterschiede, dass in dem Optimierungsproblem nicht gefordert wird, dass
jeder Datenpunkt in nur einem Cluster enthalten sein darf und der Clustering-
Algorithmus fordert nicht, dass die Radien um die Medoide identisch sein
miissen.

In diesem Abschnitt soll das Optimierungsproblem mit dem k-Medoidclustering
verglichen werden.

5.5.1 Setup und Durchfiihrung

Es wird, wie oben, die 16-dimensionale Datenmenge D mit 10.992 Daten-
punkten betrachtet. Zuerst wird die Raumaufteilung mit der permutationsba-
sierten Variante des Lokal Sensitiven Hashens mit den Medoiden der kleinen
Datenmenge mit 300 Elementen betrachtet. Die noch kleineren Datenmengen
mit 100 und 200 Elementen wurden hier nicht betrachtet, da sich in 5.2 gezeigt
hat, dass die Abweichung zum Optimum geringer werden, wenn die zu betrach-
tende Datenmenge gréfler werden. Danach wird der k-Medoid Algorithmus auf
die gesamte Datenmenge D;g angewandt. Untersucht wird dann die Raum-
aufteilung der gesamten Datenmenge anhand der ermittelten Medoiden. Ab-
schlieBend werden die Ergebnisse mit denen verglichen, die entstehen, wenn die
Medoide der 300-elementigen Menge auf die gesamte Datenmenge angewandt
werden. Um das k-Medoidclustering mit dem Optimierungsproblem verglichen
zu konnen, muss k = [ gesetzt werden. Folglich wird [ = 5, wie in Abschnitt
5.3, gewéihlt. Anschliefend werden die Ergebnisse des k-Medoidansatzes mit
denen aus Abschnitt 5.3 verglichen.

5.5.2 Ergebnisse
Ergebnisse fiir die kleine Datenmenge mit 300 Elementen

Werden die Ergebnisse des Optimierungsproblems mit denen des k-Medoid-
clusterings verglichen, wenn iiber einer Menge mit 300 Datenpunkten gearbei-
tet wird, so ist festzustellen, dass der optimierte Ansatz im Allgemeinen eine
bessere Losung liefert. Dieses liegt unter anderem daran, dass beim mehrmali-
gen Durchlauf des k-Medoid Algorithmus verschiedene Ergebnisse produziert
werden, je nachdem welche Initialmedoide verwendet wurden. Die Abweichun-
gen sind in den meisten Féllen schlechter als die der optimierten Prototypen.
In Abbildung 5.10 sind die Verteilungen der Daten auf die Buckets mit opti-
mierten Prototypen (a) und bei Anwendungen von Medoiden als Prototypen
(b) bis (e) zu sehen. Die Verteilung (e) in Abbildung 5.10 besitzt eine klei-
nere Abweichung als (a). Allerdings enthélt sie mehrere Buckets, die maxi-
mal viele Elemente enthalten und somit weniger gut fiir die Anfragezeit der
Exact-Match-Anfrage ist. Die Verteilung, die auf dem k-Medoid beruhen, wei-
sen jedoch deutlich bessere Verteilungen auf, als die, die auf zuféllig gewihlten
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Prototypen basieren, siehe hierzu Abbildung 5.2 unten in Abschnitt 5.3. Die
Schwankungen der Abweichung des Medoidansatzes ist somit deutlich stabiler,
als die Schwankungen der Raumaufteilung mit zuféllig gewéhlten Prototypen.

20 1 Durchschnitt: 5 Durchschnitt: 6 Durchschnitt: 6
. (a) (b) (c)
215 _
'&J __ —_— —_—
“Hln [Hlm
:ﬁ: T L] — T — ’ﬁ T T T ;
1131 9 1131 9 1131 9
27 20 2 7 20 2 7 20 # Elemente
mit optimierten mit k-Medoidclustering
Prototypen
20 Durchschnitt: 6 Durchschnitt: 6
£15
<10
A5
Ik

Y

# Elemente

Abbildung 5.10: Verteilung der Datenpunkte auf die Buckets bei optimierten
Prototypen und bei Anwendung von Medoiden als Prototypen.

Ergebnisse fiir gesamte Datenmenge

In Abbildung 5.11 sind die Verteilung der Datenpunkte aus der gesamten Da-
tenmenge dargestellt, wenn Medoide aus dem k-Medoidclustering der gesamten
Datenmenge als Prototypen gewéhlt werden. Zum Vergleich hierzu ist in Ab-
bildung 5.12 die Verteilung der Daten auf die Buckets bei Anwendung der
optimierten Prototypen aus Abschnitt 5.3 dargestellt.

Beim Vergleich der Verteilungen der Datenpunkte auf die Buckets ist zu er-
kennen, dass die Verteilung (a) in Abbildung 5.11 gleichméfiger verteilter ist,
als die Verteilungen (b) und (c). Betrachtet man allerdings die Verteilung
in Abbildung 5.12, die auf optimierten Prototypen basiert, so ist diese noch
gleichméfiger verteilt. Diese hat auch die meisten Buckets, die wenig Elemente
beinhalten. Betrachtet man die Abweichung in Abbildung 5.14 so ist gut zu er-
kennen, dass die Abweichung der Anséitze mit Medoiden stabiler sind, als wenn
die Prototypen zufillig gew#hlt werden. Hierzu sei jedoch angemerkt, dass die
optimierten Prototypen aus der Optimierung auf der Datenmenge mit 300 Ele-
menten stammen und die Medoide aus dem k-Medoidclustering der gesamten
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Datenmenge. Daraus lédsst sich ableiten, dass das Optimierungsproblem besse-
re Ergebnisse erzielt. Um die beiden Verfahren besser miteinander vergleichen
zu konnen, werden im Folgenden die Medoide aus dem k-Medoidclustering der
kleineren Teilmenge der gesamten Datenmenge mit 300 Elementen betrachtet.
Die so erhaltenden Medoide werden als Prototypen auf die gesamte Daten-

menge angewandt.

# Buckets
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Abbildung 5.11: Drei exemplarische Aufteilungen der Daten auf die Buckets
mit k-Medoidclustering auf die gesamte Datenmenge angewandt.
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Abbildung 5.12: Verteilung der Daten auf die Buckets mit optimierten Proto-

typen.
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Anwendung der Medoide der kleineren Datenmengen auf die gesam-
te Datenmenge

Werden die Medoide von der Datenmenge mit 300 Elementen als Prototypen
auf die gesamte Datenmenge angewandt, so ergibt sich eine d&hnliche Verteilung
der Datenpunkte auf die Buckets, als wenn Medoide der gesamten Datenmen-
ge als Prototypen gewéhlt werden. In Abbildung 5.13 sind die Raumaufteilun-
gen dargestellt, wenn die Medoide der 300-elementigen Menge als Prototypen
auf die gesamte Datenmenge angewandt werden. Jedoch {iberschreiten diese
Raumaufteilungen die Abweichung von 12.896 aus der Raumaufteilung in Ab-
bildung 5.11 (b) nicht. Wird hierzu weiter Abbildung 5.14 betrachtet, so ist
festzustellen, dass die Verteilungen beziiglich der Abweichung sogar stabiler
sind, als wenn die Medoide der gesamten Datenmenge als Prototypen gewahlt
werden.
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Abbildung 5.13: Verteilung der Daten auf die Buckets, wenn das k-
Medoidclustering auf die Menge mit 300 Datenpunkten aus Abschnitt 5.3 an-
gewandt wird.
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Abbildung 5.14: Vergleich der Abweichungen bei verschiedenen Ansétzen der
Prototypenwahl.

5.6 Zusammenfassung

In diesem Kapitel wurden einige Experimente betrachtet, die helfen sollen die
Giite des Optimierungsproblems zu beurteilen. Ausgangspunkt jedes Experi-
ments ist eine 16-dimensionale Datenmnege mit 10.992 Datenpunkten. Es wur-
de gezeigt, dass die Verteilungen der Daten auf die Buckets mit optimierten
Prototypen stabiler ist, als mit zuféllig gewéhlten Prototypen. Der Ansatz des
k-Medoidclusterings hat sich ebenfalls als besser im Vergleich zu den zufillig
gewihlten Prototypen herausgestellt. Jedoch ist es nicht zwingend besser als
der Optimierungsansatz. Allerdings ist das k-Medoidclustering in seiner Lauf-
zeit deutlich schneller als das Optimierungsproblem.
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Kapitel 6

Fazit und Ausblick

6.1 Fazit

In der vorliegenden Arbeit wurde das Lokal Sensitive Hashen néher betrach-
tet. Insbesondere die permutationsbasierte Variante, bei der eine festgelegte
Anzahl an Prototypen gewihlt wird, anhand derer der Raum aufgeteilt wird.
Dabei war die Aufgabe die Wahl der Prototypen fiir die Exact-Match-Anfrage
zu erleichtern. Dazu wurde ein Optimierungsproblem aufgestellt, welches die
Datenpunkte moglichst gleichméfig auf die Buckets verteilt.

Es wurden drei Ansétze fiir Optimierungsprobleme betrachtet. Ein intuitives,
ein geometrisches Modell, welches iiber das Volumen der Buckets optimiert
und ein approximierendes Modell. Das approximierende Modell wurde in die-
ser Arbeit ndher betrachtet und ausgewertet. Bei diesem Modell geht es darum
Kugeln in den Raum so zu setzten, dass die Mittelpunkte der Kugeln jeweils
Datenpunkte der Datenmenge sind und alle Datenpunkte mit diesen Kugeln
abgedeckt sind. Optimiert wird der Radius, der fiir alle Kugeln gleich sein soll.
Nachdem das Modell mathematisch beschrieben und erldutert wurde, wur-
de die Umsetzung in AMPL beschrieben. Im darauf folgenden Kapitel wurde
das Optimierungsproblem mit einer realen Datenmenge getestet. Wegen der
langen Laufzeit des Optimierungsproblems, welche schon bei kleinen Daten-
mengen deutlich wird, wurden kleine Teilmengen verschiedener Grofien der
gesamten Datenmenge betrachtet. Die Prototypen, die sich aus der Optimie-
rung iiber diesen Teilproblemen ergaben, wurden anschlieflend auf die gesamte
Datenmenge angewandt. Hierbei ergab sich, dass die Verteilung der Daten auf
die Buckets, bei Anwendung der optimierten Prototypen, stabiler beziiglich
der Abweichung gegeniiber der zufélligen Wahl von Prototypen ist.
Weiterhin wurde die Laufzeit untersucht, wenn die Anzahl der Prototypen zwi-
schen 2 und 10 variiert. Hierbei wurden Datenmengen der Grofle 50, 100, 150,
200 und 250 betrachtet. Die Laufzeiten wachsen in der Regel bei steigender
Anzahl der Datenpunkte, auflerdem wachsen sie bei verschiedener Anzahl von
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Prototypen unterschiedlich stark an.

Abschlieend wurde das Optimierungsproblem mit dem k-Medoidclustering
verglichen, da dieses ein dhnliches Ziel verfolgt. Dazu wurde das k-Medoidclus-
tering auf eine kleine Teilmenge der gesamten Datenmenge mit 300 Elementen
und auf die gesamte Datenmenge angewandt. Hierbei ergab sich, das die Medoi-
de der kleineren Datenmenge bessere Abweichung liefern, als die der gesamten
Datenmenge. Jedoch war die aus dem k-Medoidclustering erhaltene Verteilung
der Daten auf die Buckets nicht besser, als die durch das Optimierungsproblem
erhaltene. Aufgrund der kiirzen Laufzeit des k-Medoidclutering bietet dieser
allerdings eine gute Alternative.

6.2 Ausblick

Aus den Experimenten in Kapitel 5 ergeben sich einige weitere Fragestellun-
gen. Eine Frage, die weiter zu untersuchen ist, ist die Wahl der Teilmengen der
gesamten Datenmenge. Da es bei der Wahl der Teilmenge aus der gesamten
Datenmenge darauf ankommt wie gut diese die gesamte Menge reprasentie-
ren, bleibt zu untersuchen welche Elemente man aus der Menge auswéhlt.
Dariiber hinaus bleibt zu analysieren, wie sich die Verteilung der Daten auf
die Buckets verhélt, wenn noch gréflere Teilmengen zur Optimierung genutzt
werden. Auch die Auswirkung bei Verwendung einer anderen Distanzmetrik
im Optimierungsproblem bleibt zu untersuchen.

Ein weiterer wichtiger Punkt ist eine Verbesserung des Optimierungsproblems
vorzunehmen, damit dieses schneller gelost werden kann. Aufgrund der hohen
Laufzeit ist das Problem schwer auf noch gréflere Datenmengen zu iibertragen
als auf die in dieser Arbeit verwendete. Denn die hier benutzte Teilmenge mit
300 Elementen enthilt gerade mal 2,7% der Daten aus der gesamten Daten-
menge mit 10.992 Datenpunkten. Wiirde fiir das Optimierungsproblem bei-
spielsweise 300 Elemente aus einer Datenmenge mit 400.000 Elementen ange-
wandt, so wiirden gerade mal 0,075% der Daten aus der gesamten Datenmenge
betrachtet werden. Aus diesem Grund wiére eine weitere Untersuchung des k-
Medoidclusterings interessant. Fiir sehr grole Datenmengen erreicht zwar auch
dieser seine Grenzen, da er auf einer Distanzmatrix arbeitet, die fiir sehr grofie
Datenmengen riesig wird, jedoch ist dieser wesentlich schneller als das Opti-
mierungsproblem. Es kénnten somit gréflere Teilmengen betrachtet werden.
Fiir die beiden anderen Modellierungsideen fiir ein Optimierungsproblem (An-
satz 1) und (Ansatz 2), wire eine genauere Betrachtung, was im Raum passiert,
interessant. Um diese gegebenenfalls umsetzen zu kénnen. Eine Verbesserung
der oberen Schranke beziiglich der Anzahl an entstehenden Buckets bei [ zu
wéhlenden Prototypen.

Weiterhin wére es gut noch andere Moglichkeiten zu finden, woran eine gute
Verteilung der Datenpunkte auf die Buckets zu erkennen ist. Da bei den Ver-
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teilungen der Datenpunkte auf die Buckets sowohl Buckets mit wenig als auch
welche mit vielen Elementen entstehen. Die Buckets mit wenigen Elementen
sind jedoch fiir die Praxisanwendung besser als solche mit besonders vielen
Elementen.

Ebenfalls interessant ist die Uberlegung, das Optimierungsproblem fiir ande-
re Anfragetypen anzupassen oder gegebenenfalls neu zu formulieren, da fiir
die verschiedenen Anfragetypen unterschiedliche Raumaufteilungen geeignet
sind.
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